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ÖZET 

Doğadaki bir çok sistemin fiziksel davranışını önceden tahmin edebilmemize rağmen, 

hava olayları veya borsa gibi tahmin edilemeyen sistemler de vardır. Doğrusal olmayan, 

deterministik, belirli matematiksel kriterleri karşılayan ve düzensiz görünümlü olan bu 

sistemler kaotik olarak adlandırılırlar. Kaosun temel özelliklerinden birisi başlangıç 

koşullarına hassas bağımlılıktır ve yakın başlangıç şartlarına sahip iki yörüngenin 

zamanla farklılaşmasını ölçen en büyük Lyapunov Üsteli, kaosun kullanışlı bir 

göstergesidir. Uygun parametrelere sahip kaotik sistemler, başlangıç koşullarındaki 

küçük bir değişimden dolayı çok farklı yönlere evrilebilirler.  

Bu çalışmada Lorenz, Chua ve Rössler sistemlerinin en büyük Lyapunov üstelleri, farklı 

parametre (Lorenz sistemi için; Sigma, Beta, Rho, Chua sistemi için; Alfa, Beta, a, b, ve 

Rössler sistemi için ise a, b ve c) değerleri için hesaplanmış ve elde edilen sonuçlar, 

farklı Yapay Sinir Ağları (YSA) modelleri için eğitim ve test verisi olarak 

kullanılmıştır. Hesaplaması uzun süre alan en büyük Lyapunov üstelleri YSA’lar ile 

daha kısa bir sürede, küçük bir hatayla tahmin edilmiştir. Ayrıca YSA algoritmaları, 

katmanlardaki nöron sayıları ve aktivasyon fonksiyonlarının sonucu nasıl etkilediği 

incelenmiştir. Böylelikle bir sistemin çeşitli parametre değerlerinde kaotik olup 

olmadığı YSA kullanılarak tahmin edilmiştir. 

 

 

Anahtar Kelimeler: Kaos, En Büyük Lyapunov Üsteli, Yapay Sinir Ağı, Lorenz, 

Chua, Rössler. 

 

  



vi 
 

ESTIMATION OF LYAPUNOV EXPONENTS USING ARTIFICIAL NEURAL 

NETWORKS 

Koray Fethi PARLAK 

Erciyes University, Institute of Natural and Applied Sciences 

M.Sc. Thesis, June 2019 

Supervisor: Asst. Prof. İlker DALKIRAN 

 

ABSTRACT 
Although we can predict in advance physical behaviours of many systems in nature, 

there are also many systems like weather or stock exchanges that are not predictable. 

These nonlinear, deterministic, disorderly looking systems that satisfy certain 

mathematical criteria are called chaotic. One of the main features of chaos is sensitive 

dependence to initial conditions and the largest Lyapunov exponent is a useful indicator 

of chaos due to the fact that it measures how two orbits that have close initial conditions 

differ in time. Chaotic systems with appropriate parameters evole in many different 

directions by small changes in initial conditions. 

 

In this study, the largest Lyapunov exponents of Lorenz, Chua and Rössler systems for 

different parameter values (Sigma, Beta, Rho for Lorenz system; Alfa, Beta, a, b for 

Chua system and a, b, c for Rössler system) are calculated and then obtained results are 

used as training and test data for a combination of different artificial neural network 

(ANN) models. The largest Lyapunov exponent, which its calculation may take so long 

time, is predicted by ANNs with a small error in a shorter time. Also it is examined that 

how ANN algorithms, number of neurons in layers and activation functions effect the 

result. Thus, its is predicted by using ANNs whether a system in various parameter 

values is chaotic or not. 

 

Keywords: Chaos, Largest Lyapunov Exponent, Artificial Neural Network, Lorenz, 

Chua, Rössler. 
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1.  BÖLÜM 

GENEL BİLGİLER ve LİTERATÜR ÇALIŞMASI 

 
Deterministik bir sistemdeki stokastik davranış olarak tanımlanabilen kaos, son 

zamanların en çok ilgi çeken ve hızlı bir şekilde genişleyen bilimsel araştırma 

alanlarından bir tanesidir. Kaotik sistemlerin ilgi çekmesinin nedenleri; düzensiz 

görünen zaman serilerinin deterministik olup olmadığını anlama isteği, modellemeyi 

kolaylaştırma,  kısa vadeli tahminlerin daha doğru yapılabilmesi ve uzun vadeli 

sistemlerde doğru tahmin yapmanın mümkün olup olmadığının araştırılmasıdır [1, 2]. 

Kaosun en önemli özelliklerinden biri, başlangıç koşullarına hassas bağımlılık olduğu 

için başlangıç şartlarına duyarlılığın bir ölçüsü olan en büyük Lyapunov üsteli 

kaotikliğin en önemli göstergelerindendir [3]. 

 

Modern bilim dünyasında “kaos” kelimesini ilk kez Tien-Yien Li ve James Yorke 

1975’de yazdıkları “Period Three Implies Chaos” isimli çalışmalarında kullanmalarına 

rağmen [4] kaos teorisinin bilim dünyasındaki kökleri çok daha öncelere 

dayanmaktadır. 17. yüzyılın ortalarında diferansiyel denklemleri keşfeden Newton, iki 

cisim problemi olarak da bilinen Dünya ve Güneş’in yörüngesel hareketlerini 

hesaplamıştır. Newton’dan sonra gelen bilim adamları, üç cisim problemini yani Ay, 

Dünya ve Güneş’in yörüngesel hareketlerinin nasıl olacağını çözmeye çalışmışlar fakat 

bu çalışmanın neticesinde çözümün neredeyse imkansız olduğu sonucuna ulaşmışlardır. 

Bilim dünyasının ihtiyaç duyduğu bakış açısı, 19. yüzyılın sonlarında Poincare ile 

gelmiştir. Üç cisim problemini çözmeye çalışan bilim adamı, ne sabit bir noktaya 

yakınsayan ne de sonsuza kadar artan, periyodik olmayan yörüngelerin var olabileceğini 

keşfederek kaos teorisine göz kırpmıştır. 1898’de Jacques Hadamard, kaotik olduğu 

kanıtlanan ilk dinamik sistem olan Hadamard dinamik sistemini yayınlamıştır [5]. Daha 

sonraki yılarda Birkhoff, Kolmogorov ve Smale gibi isimler, doğrusal olmayan 

diferansiyel denklemler konusunda çeşitli çalışmalar yapmışlardır. 20. yüzyılın ikinci 

 

http://en.wikipedia.org/wiki/Jacques_Hadamard
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yarısında bilgisayar teknolojisinde gelişmeler yaşanması kaos teorisinin yeni bir evreye 

girmesini sağlamıştır. 1963’de Lorenz, Royal McBee LGP-30 bilgisayarıyla başlangıç 

şartlarına hassas bağımlılık ilkesini ve Lorenz dinamik sistemini keşfetmiştir [6]. 1960 

ve 1970’lerde Mandelbrot, fraktalları sistematikleştirip popüler hale getirirken, 

Feigenbaum, May, Libchaber ve diğer birçok bilim adamı, kaos teorisini farklı 

uygulama alanlarında geliştirmişlerdir [7, 8]. 1980’lerde Kaliforniya Üniversitesinden 

Leon Chua, yalnızca bir adet doğrusal olmayan eleman içermesine rağmen kaotik çeker 

oluşturabilen basit bir elektronik devre geliştirmiştir [9]. Bilgisayarların daha da 

hızlanmasıyla günümüze kadar sürekli gelişen bir bilim dalı olan kaosun uygulama 

alanları, mühendislikten psikolojiye, sağlık bilimlerinden finansa kadar yayılmıştır [6]. 

Lyapunov üstelleri konusunda literatürde yer alan çalışmalara bakıldığında ise kaotiklik 

göstergesi sayıların varlığının Oseledec [10] teoremiyle ispatlandığı fakat Lyapunov 

üstellerini kullanan ilk çalışmanın Henon ve Helies [11] tarafından sunulduğu görülür 

[12]. Sürekli sistemlerde Lyapunov üstellerinin hesaplanması için temel sayılabilecek 

algoritmalar Benettin [13] ile Shimada ve Nagashima [14] tarafından bulunmuş daha 

sonra ise bu çalışmalar Benettin [15] ve Wolf [16] tarafından geliştirilmiştir. 

Süreksizlikler ve zaman gecikmeleri olan sistemlerde Lyapunov üstellerinin 

hesaplanması (tahmini) için ise Takens prosedürü temel oluşturur [17]. Wolf ve 

arkadaşları [18] ve Sano ve Sawada [19] bu yaklaşımı temel alarak nümerik 

algoritmalar geliştirmiş daha sonra Eckmann ve arkadaşları [20], Rosenstein ve 

arkadaşları [21] ve Parlitz [22] algoritmaları daha da iyileştirmişlerdir. Kaotik bir 

sistemin tüm Lyapunov üstellerini hesaplamak zaman alabileceği için sadece en 

önemlisi olan en büyük Lyapunov üstelini hesaplamak üzere Rosenstein ve arkadaşları 

[21] ve Kantz [23] tarafından algoritmalar geliştirilmiştir. Literatürde hesaplama 

tekniklerini geliştirmeyi amaçlayan daha yakın zamanlı çeşitli çalışmalarda mevcuttur 

[12, 24-29]. 

 

Kaos teorisi ve Yapay Sinir Ağları (YSA’ları) literatürde oldukça geniş yer bulmuş iki 

konudur. Kaos ve YSA’ların ikisine de değinen çalışmalar araştırıldığında, kaotik 

sistemlerin YSA’lar ile modellendiği görülmüştür. Örneğin; Chua devresi [30] veya 

MOS transistörlü, kuartz osilatörlü elektronik devreler [31] YSA ile modellenmiş, 

kriptoloji için YSA temelli kaotik jeneratör tasarlanmış [32], Chua devresinin 

dinamikleri YSA ile tahmin edilmiştir [33]. YSA’lar ve Lyapunov üstelleri tarandığında 

http://en.wikipedia.org/wiki/Royal_McBee
http://en.wikipedia.org/wiki/LGP-30
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ise; YSA’lar ile Lyapunov üstellerinin modellendiği [34], Lyapunov spektrumunun 

YSA ile tahmin edildiği [34-37], YSA’ların başarılı eğitimi için geliştirilen bir tekniğin 

Lyapunov üstellerinin tahmininde kullanıldığı [38], gürültülü bir sistemde Lyapunov 

üstellerinin parametrik olmayan tahmininin YSA ile yapıldığı [39] görülür. Yapay sinir 

ağlarında değerlendirme kriteri olarak Lyapunov üstellerinin kullanıldığı örneklere 

bakıldığında ise; YSA ve Lyapunov üstelleri kullanılarak kısmi epilepsi hastalarındaki 

elektrokardiyografik değişikliklerin saptandığı [40],  elektro-ansefalogramlardan elde 

edilen veriler ile YSA ve Lyapunov üstellerinin yardımı ile epileptik nöbetlerin 

otomatik saptandığı [41] ve aynı şeklide epileptik nöbetlerin Lyapunov üstelleri ve YSA 

kullanılarak tahmin edildiği [42] görülür.  

 

Bu tez çalışmasında üç farklı kaotik osilatör modeline ait farklı parametre ve başlangıç 

şartları için en büyük Lyapunov üstelleri nümerik olarak hesaplanmış ve bu değerlerin 

birleşimi YSA modellerinin eğitimi aşamasında kullanılmıştır. Eğitim aşaması 

tamamlandıktan sonra ise en büyük Lyapunov üstellerinin YSA modelleri ile kabul 

edilebilir hatalarla tahmini yapılmıştır. Bu sayede YSA modellerinin genelleme yaparak 

hesaplanmamış en büyük Lyapunov üstellerini daha kısa sürede tahmin etmesi 

planlanmıştır.  

 

Bu tez çalışmasının ikinci bölümünde kaos teorisi hakkında genel bilgiler verilmiş, 

kaotik zaman serilerinin analizi ve sistemlerdeki boyut kavramı konularında bilgiler 

aktarılmıştır. Üçüncü bölümde, en büyük Lyapunov üstelini hesaplama yöntemi 

anlatılmış daha sonra da en büyük Lyapunov üsteli hesaplanacak sistemler hakkında 

bilgiler verilmiştir. Bunun yanı sıra hesaplama esnasında kullanılan diferansiyel 

denklemlerin çözümünden bahsedilmiştir. Dördüncü bölümde, Yapay sinir ağları (YSA) 

çeşitleri, geri yayılım algoritması ve bu tezde Matlab programı ile kullanılan eğitim 

algoritmalarından bahsedilmiştir. Beşinci bölümde elde edilen hesaplama sonuçları 

aktarılmıştır. Altıncı bölümde ise bu sonuçlar tartışılmıştır.  



 
 

2.  BÖLÜM 

KAOS TEORİSİ 

 
2.1. Giriş 
 
Son 30 yılda oldukça ilgi çekici hale gelen kaos kavramı, mühendislikten ekonomiye 

varıncaya kadar bir çok bilim dalında kendine yer bulmuştur. Temel anlamı düzensizlik, 

karmaşa olan kaos kelimesi bilimsel literatürde bu temel anlamından çok daha fazlasını 

ifade eder. Kaos kelimesinin evrensel olarak kabul görmüş bir tanımı olmasa da; kaos, “ 

Deterministik bir sistemde başlangıç koşullarına hassas bağımlılık gösteren uzun süreli 

aperiyodik davranış” [7] veya “ Deterministik doğrusal olmayan bir sistemde var olan 

ve belirli özel matematiksel kriterleri sağlayan,  düzensiz görünen, uzun süreli, destekli 

evrim” [2]  olarak tanımlanabilir.  

 

Yaşanan bazı fiziksel olaylar, formüller yardımı ile önceden bilinebilirken bazıları ise 

başlangıç şartlarına hassas bağımlı oldukları için kaotik davranış sergilerler ve önceden 

bilinemezler. Başlangıç koşullarına hassas bağımlılık, kaosun en önemli özellikleriden 

biridir. Bu özelliğin anlamı kaotik bir sistemin başlangıç şartlarındaki ufak bir sapmanın 

süreç içerisinde büyük değişimlere yol açmasıdır. Bu davranış, Edward Lorenz 

tarafından tanımlanan “Kelebek etkisi” tabiri ile de ifade edilebilir. Kaos teorisinin önde 

gelenlerinden olan Lorenz, bir meteoroloji uzmanıydı [43]. Hava olaylarının 

simülasyonu sırasında verilerini bilgisayarına girerken ondalık hanesi daha uzun olan 

sayıları 3 haneye yuvarlayan bilim adamı, beklenmedik çok ciddi sonuçlarla karşılaştı 

[6]. Yani küsüratlardaki yuvarlamalar bile sonuca etki etmişti. Bu keşif daha sonra 

“Amazonlarda kanat çırpan bir kelebeğin Amerika Birleşik Devletlerinde kasırgaya yol 

açabileceği” şeklinde bir metafora dönüştürüldü ve günümüzde oldukça popüler olan 

“Kelebek etkisi” ifadesi literatüre katılmış oldu [6]. Şekil 2.1’de doğada bulunan bazı 

kaotik yapılara örnekler verilmiştir. 
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(a)                                                                   (b) 

 
(c) 

Şekil 2.1. Doğada var olan kaotik örnekler: (a) Satürn’ün kaotik yörüngeli halkaları (b) 
Fraktal benzeri yapılar oluşturan fitoplanktonların bulunduğu bir denizin 
uydu görüntüsü (c) Kutuplarını kaotik bir şekilde tersine çeviren Dünya’nın 
geomanyetik alanı [6]. 

 
 
Günlük hayattaki kaotik davranışlara, bir musluğun damlaması örnek olarak 

gösterilebilir. Shaw tarafından 1984’de yapılan çalışmada zaman aralıkları incelenen su 

damlalarının kaotik davranış sergilediği ispat edilmiştir. Şekil 2.2’de verilen deneyde, 

değişik akış hızlarında musluğun damlaması sağlanmış ve su damlaları arasındaki 

süreler kaydedilmiştir [44]. 
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                Şekil 2.2. Damlayan musluk deneyi [44]. 

 
 

Akış hızı belli bir seviyeyi aşana kadar aralıkların periyodik olduğu ama musluk yeteri 

kadar hızlı damladığında periyodikliğin bozulup kaotik bir davranışın belirdiği 

gözlemlenmiştir. Kaotikliğin nedeni musluk ağzındaki su damlalarının titreşimi ile 

açıklanabilir. Şekil 2.3’de gösterilen titreşim, sonraki su damlasının başlangıç 

koşullarını etkilemekte, akış hızının artmasıyla da kaotiklik meydana gelmektedir [44]. 
 
 

 
         Şekil 2.3. Musluk ağzındaki su damlasının titreşimi [45]. 

 
 

2.2. Kaos Teorisi İle İlgili Kavramlar 
 
Dinamik sözcüğü canlı, hareketli, değişken gibi anlamlara gelirken; şimdiki durumunu 

geçmişteki durumlarına göre belirleyen, zaman içerisinde değişen, hareket eden 

sistemlere, dinamik sistemler denir. Örneğin her saat mevcut sayısını ikiye katlayan bir 
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bakteri kültürü dinamik bir sistemdir. Belirli bir zamandaki popülasyonu, geçen zamana 

ve başlangıçtaki bakteri sayısına bağlı olan dinamik sistem, determine (gerekirci) 

özellik taşır, yani sistemin başlangıç şartları ve matematiksel eşitliği (veya eşitlikleri) 

bilinirse, herhangi bir zaman noktasındaki değeri hesaplanabilir. Deterministik 

sistemlerde rastgelelik söz konusu değildir [2, 46]. 

 

Dinamik sistemler, ölçme işleminin nasıl yapıldığına göre, ayrık zamanlı veya sürekli 

zamanlı olarak ikiye ayrılırlar. Sistem, belirli zaman aralıklarıyla ölçülürse, fark 

denklemleri ile tanımlanabilir ve ayrık zamanlı dinamik sistem olarak adlandırılır. 

Ölçüm işleminin aralıksız olarak yapıldığı sürekli zamanlı dinamik sistemler ise 

diferansiyel denklemler kullanılarak ifade edilir. Ayrık zamanlı sistemlerde adımlar, 

yani iterasyonlar bir haritada (map) ilerlerler. Sürekli zamanlı dinamik sistemlerde ise 

zamanın ve başlangıç değerinin bir fonksiyonu olan ilerlemeye, diferansiyel denklemin 

akışı (flow) denir [2, 46, 47]. 

 

Zamana göre değişen büyüklüklerin sürekli veya belirli aralıklarla ölçülmesiyle zaman 

serileri elde edilir. Zaman serilerinde değişkenlerin zamana göre ele alınmasından farklı 

olarak, sistemdeki değişkenlerin birbirlerine göre durumunu gösteren bir noktaya ise o 

sistemin fazı denir. Muhtemel tüm fazların bulunduğu grafiğe de faz uzayı denir. 

Sistemlere zaman serilerinden farklı bir gözle bakmamızı sağlayan faz uzayları, kaos 

teorisinde oldukça sık kullanılır. Bunun temel nedeni ise zaman serisinde görülemeyen 

şekillerin faz uzayında görülebilmesidir. Ayrıca zaman serilerinin oldukça uzun 

olabilmesine karşın faz uzayları, tüm sistemi tek grafikte yansıtabilir [2, 3]. Kaotik 

davranış sergileyen bir osilatör olan ve δ, α, β, ω katsayılar, x′ ise x’in birinci dereceden 

türevi olmak üzere Denklem 2.1’de verilen Duffing osilatörünün zaman serisine ve faz 

uzayına ait Matlab programında hazırlanmış görselleri Şekil 2.4’de verilmiştir [48]. 

 

x''+δx'+αx+βx3 = γ cos (ωt)                                                                                          (2.1)  

 

Sadece miktar ifade edebilen uzunluk, sıcaklık, zaman ve hız gibi fiziksel bazı 

büyüklükler, skaler değerler olarak adlandırılırken,  miktarın yanında yön bilgisi de 

içeren büyüklüklere ise vektörel değerler denir. Kaos teorisinde faz uzayındaki noktalar 

birer vektördür. Bu çalışmada ilerdeki sayfalarda bahsedilecek olan ve kaotik davranışın 
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en önemli göstergelerinden biri olan Lyapunov üstellerinin hesaplanmasında iki vektör 

arasındaki açıya ihtiyaç duyulur. Yine bu amaç için kullanılan birbirlerine dik 

(ortogonal) vektörleri belirleme işlemine ise ortogonalizasyon denir [2]. 

 
 

 
                             (a)                                                                 (b) 

                Şekil 2.4. Duffing osilatörünün (a) zaman serisi ve (b) faz uzayı [48]. 
 
 

Sistemlerin kendi davranışlarını niteliksel olarak değiştirdiği parametre değerlerinde 

çatallaşmalar (bifurcation) meydana gelir. Nicelikten farklı olarak niteliksel değişim 

sistem kararlılığının değişimini ifade etmektedir. Yani çatallaşmalar sistemin 

kararlılığını yitirmesiyle ortaya çıkar. Çatallaşmaların meydana geldiği değerlere ise 

çatallaşma noktaları denir. Çatallaşma diyagramları, sistemlerin bir parametreye nasıl 

bağlı olduğunu grafiksel olarak gösteren diyagramlardır. Örneğin, Denklem 2.2’de 

verilen Lojistik sistemin x ∊ [0, 1] değişkeni , μ ∊ [2.4, 4] parametresi ve n = 0, 1, 2,… 

için çatallaşma diyagramı Şekil 2.5’de verilmiştir [49]. 

 

xn+1 =  μxn(1-xn)                                                                                                            (2.2) 

 

Şekil 2.5’de görüldüğü üzere çıkış; 3 ≤  μ ≤ 4 şartını sağlayan μ değerine çok hassas bir 

biçimde bağımlıdır. Eğer çatallaşma diyagramı kullanılmazsa 3 ≤  μ ≤ 4 şartını sağlayan 

her bir μ değeri için ayrı ayrı grafik çizilmesi gerekir. Bu yaklaşım ise tatmin edici bir 

analiz biçimi değildir [49]. 

 

Faz uzayında, yörüngeleri kendine doğru çeken nokta veya noktalara çeker denir. 

Kaotik olmayan sistemlerde noktalar, çemberler veya düz yüzeyler gibi çekerler 

bulunurken, kaotik sistemlerde kararsız davranış gösteren yörüngeler, periyodik olarak 
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hareket etmemesine rağmen belirli bir şekil boyunca gezinirler. Yani sistem kaotik 

olmasına rağmen faz uzayındaki çekerinin ana hatları bellidir. Böyle garip bir davranış 

sergiledikleri için kaotik çekerlere “garip çekerler” de denir [2, 50]. Şekil 2.6’da çeşitli 

sistemlere ait çekerler verilmiştir. 

 
 

 
           Şekil 2.5. Lojistik sistem çatallaşma diyagramı [49]. 

 
 
Her ne kadar genel geçer bir tanımı olmasa da, yakınlaştıkça basitleşmeyen geometrik 

şekillere fraktal denir. 1960’larda IBM’de matematikçi olarak çalışan Mandelbrot 

tarafından sunulan fraktalların; tam sayı değil kesirli boyuta sahip olmaları, çevre 

uzunluklarının ölçülememesi, sürekli olmalarına rağmen türevlerinin alınamaması ve 

ölçek değişimine rağmen yapılarının aynı kalması gibi çeşitli özellikleri vardır. Öklid 

geometrisinin klasik mekaniği açıklamak için üstlendiği rolü, kaos teorisi için fraktallar 

üstlenmiştir. Öyle ki fraktallara benzer bir biçimde kaotik çekerler de, çeşitli zaman ve 

uzunluk ölçekleri için genellikle tekrar eden bir yapı sergilerler [46, 51]. 

 

En çok bilinen fraktal yapılarından birisi Mandelbrot kümesidir. Karmaşık düzlemdeki  

z(n+1) = z(n)z(n)+c dönüşümünde sabit bir c sayısı için {z(n) : n ∊ N} yörüngesini 

sonlu yapan z(0) elemanlarının oluşturduğu kümeye Julian dolgusu denir. Merkezden 

kopmuş parçaların atıldığı tek parça halindeki her Julian dolgusu ise bir Mandelbrot 

kümesidir. Kenar uzunluğu sonsuz olan Mandelbrot kümesinin alanı, tam olarak 

bilinmemektedir. Şekil 2.7’de bir Mandelbrot kümesi görülmektedir [52]. 
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(a) (b) 

 
                                        (c)                                                     (d) 

 
Şekil 2.6. (a) Yörüngelerin tek bir noktaya doğru çekildiği sabit 

noktalı kaotik olmayan çeker (b) Yörüngelerin iki 
farklı noktaya doğru çekildiği iki sabit noktalı kaotik 
olmayan çeker (c) Yörüngelerin halka benzeri bir 
çeker setine doğru çekildiği kaotik olmayan limit 
çevrim çekeri (d) Lorenz sistemine ait kaotik çeker 
[53]. 

 
 

 
           Şekil 2.7. Mandelbrot kümesi [52]. 
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2.3. Kaotik Zaman Serisi Analizi 
 
Kaotik zaman serisi analizinde kullanılacak olan sinyal, sabit uzaysal (spatial) noktada 

ölçülen tekil bir skaler veridir. Başlangıç zamanı 𝑡𝑡0 , örnekleme zamanı ise 𝜏𝜏𝑠𝑠  

alındığında ölçülen bu değere s( t0+nτs ) = s( n ) denebilir. Sinyalimiz doğrusal olmayan 

bir devredeki gerilim veya akım, akışkan dinamiğindeki yoğunluk, hız veya atmosferik 

bir alandaki sıcaklık olabilir [50].  

 

Analizi yapılacak olan sinyalde gürültünün olup olmadığı tespit edilmeli, gürültü varsa 

azaltılmalıdır. Doğrusal sistemlerin analizinde, bu işlem, Fourier uzayında (domain) 

geniş bantlı gürültünün içinden keskin, dar bantlı sinyalleri ayırarak yapılabilir ama 

kaotik sistemlerin analizinde sinyal ve gürültü birbirinden zaman domeninde 

ayrılmalıdır. Bu ayrımın yapılabilmesi için üst üste binmiş sinyallerin, birbirlerinden 

farklarının görülebilmesini sağlayacak şekilde karakterize edilmesi gerekmektedir [50]. 

Doğrusal olmayan sinyali, gürültüden ayırma işlemleri, aşağıda belirtilen üç ayrı durum 

için farklılık gösterir [3, 50]; 

 

• Sinyalin alındığı sistemin denklemleri biliniyorsa, 

• Daha önce ölçülmüş gürültüsüz sinyal mevcutsa, 

• Ne sistem denklemleri ne de gürültüsüz sinyal mevcutsa, 

 

Gözlemlenen gürültülü sinyalin s(n) = s1(n) + s2(n) şeklinde olduğunu varsayalım. 

Burada s1(n) gürültüsüz sinyal, s2(n) ise ayırmak istenilen gürültü olsun. Gürültüsüz 

sinyalin alındığı kaynak sistemin denklemleri biliniyorsa, denklemler herhangi bir 

başlangıç şartıyla başlatılıp koşturularak sistemin özellikleri ile ilgili bilgiler elde 

edilebilir fakat kaotik sistemler, başlangıç şartlarına hassas bağlı olduğu için gürültüsüz 

sinyal dizisi,  gürültülü sinyalin içerisinden tam olarak tespit edilemeyebilir. Çünkü 

denklemler için belirlenen başlangıç koşulları ile gözlemlenen sinyalin başlangıç 

koşulları farklı olabilir. Bundan dolayı denklemleri bilinen sistemin yörüngesine en 

yakın yörüngeyi, gürültülü sinyal içerisinden seçme amacı taşıyan bir kalite veya 

doğruluk (accuracy) fonksiyonu kullanılır. Daha önceden ölçülmüş bir sinyalin varlığı 

durumda ise temiz sinyal, referans olarak kullanılır. Son durumda, yani eğer sistem 



12 

denklemleri ve gürültüsüz sinyal mevcut değil ise yerel polinom haritaları yapılır veya 

doğrusal filtreler, yerel ya da global şekilde kullanılır [50]. 

 

2.3.1. Faz uzayının yeniden inşası 
 
Belousoz-Zhabotinsky kimyasal reaksiyonları ile ilgili bir araştırmada 20’ den fazla 

diferansiyel denklemden üretilen zaman serileri incelenmiş ve içlerinden birinin 

sistemin kaotik yapısını tamamıyla açıklayabildiği gösterilmiştir. Faz uzayını yeniden 

inşa etme düşüncesi, bu örnekte de görüldüğü gibi, incelenecek tek bir zaman serisinin 

sistemdeki diğer değişkenlerden izler taşıyabileceği olgusuna dayanmaktadır [54]. 

Faz uzayının yeniden inşası için Packard ve arkadaşları tarafından kullanılan türev 

koordinatları metodu veya Takens tarafından geliştirilen zaman gecikmeli koordinatlar 

metodu tercih edilmiştir [3]. Türevler gürültüye duyarlı olduğu için türev koordinatları 

metodu deneysel veriler için çok kullanışlı değildir [55]. Bundan dolayı bu çalışmada 

sadece tek bir değişkeni izleyip, zaman gecikmeli kopyalar kullanılarak, sistem 

dinamiklerini hesaplamayı mümkün kılan zaman gecikmeli koordinatlar metodu tercih 

edilecektir. Gözlemlenen bir dinamik sistemin faz uzayının yeniden inşası için zaman 

gecikmeli koordinatların kullanılması fikri, eş zamanlı olarak Kaliforniya 

Üniversitesinden bir grup (Packard ve arkadaşları) ve David Ruelle tarafından ortaya 

atılmıştır. Metodla ilgili önce Takens daha sonra da Sauer ve arkadaşları tarafından 

iyileştirmeler önerilmiştir [50].   

 

Takens teoremine göre eğer bir zaman serisi, d bir tamsayı olmak üzere d boyutlu bir 

çekerin elemanı ise, bu çekerin topolojik özellikleri,  m ≥ 2d+1 olmak üzere m boyutlu 

bir faz uzayında sinyalin gecikmeli kopyalarından oluşan çekerin topolojik özelliklerine 

eşittir [3]. 

 

y�⃗ i= (x(iΔt), x(iΔt +T), x(iΔt + 2T),...,x(iΔt + (m-1)T))                                                     (2.3) 

 

Denklem 2.3’deki T’ye zaman gecikmesi, m’ye ise o sistemin gömme boyutu denir. 

Farklı T ve m değerleri için farklı çekerler oluşur [3]. 

 

Bir periyodik sistemin kararlı olması durumunda faz uzayındaki eğrileri, “limit döngü” 

de denen kapalı bir göz şeklindedir. Çekeri, limit döngü şeklinde olan sistemlerin 
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eğrilerinin yakınsama ve ıraksama oranını gösteren Lyapunov üsteli sıfırdır. Lyapunov 

üsteli, sıfırdan büyük olan kaotik sistemlerin çekerlerinde ise yörüngeler aynı nokta 

üzerinden birden fazla kez geçmezler ve tüm faz uzayını doldurmazlar. Şekil 2.8’de  faz 

uzayında bir limit döngü görülmektedir [3]. 

 
 

 
Şekil 2.8. Faz uzayında bir limit döngü [3]. 

 
 

2.3.2. Zaman Gecikmesinin Seçilmesi 
 
Faz uzayının yeniden inşası esnasında zaman gecikmesinin doğru olarak seçilmesi 

önem arz etmektedir. Şayet zaman gecikmesi T, olması gerekenden küçük seçilirse 

gömülen zaman serisinin komşu iki koordinatı birbirine çok yakın olacağından 

birbirlerinden ayırt edilemezler, buna karşın zaman gecikmesinin çok büyük seçilmesi 

durumunda ise istatistiksel olarak birbirinden bağımsızlaşan koordinatlar üzerinde 

oluşan çeker yörüngesi, birbiriyle ilişkisi olmayan iki yön üzerinde çizdirilmiş olur [3, 

50].  

 

Doğrusal olmayan sistemlerde gecikme değerinin uygun şekilde seçilmesi için ortalama 

karşılıklı bilgi (average mutual information) fonksiyonu kullanılır. A ve B iki sistem, ai 

ve bk bu sistemlerde ölçülmesi muhtemel değerler olmak üzere, tüm A setinde a’nın 

ölçülme olasılığı PA(a), tüm B setinde b’nin ölçülme olasılığı PB(b) ve benzer şekilde a 

ve b’nin ölçülme olasılığı PAB (a,b) ise ortalama karşılıklı bilgi, aşağıdaki şeklide 

tanımlanır [50]; 

 

 IAB(T)=� PAB(ai,bk)
ai,bk

log2 �
PAB(ai,bk)

PA(ai),PB(bk)�                                                                     (2.4) 
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Fraser ve Swinney yaptıkları çalışmada [56] karşılıklı bilginin T zaman gecikmesine 

göre çizdirildiği grafikteki ilk minimum değerin, seçilmesi gereken uygun zaman 

gecikmesi olduğunu göstermişlerdir. Şekil 2.9’da Lorenz sistemi için zaman 

gecikmesinin fonksiyonu olarak ortalama karşılıklı bilgi grafiği gösterilmiştir [50]. 

 
 

 
                   Şekil 2.9. Lorenz sistemi için zaman gecikmesinin  

fonksiyonu olarak ortalama karşılıklı bilgi [50]. 
 
 

2.3.3. Gömme Boyutunun Seçilmesi 
 
Faz uzayının yeniden inşasındaki amaç, incelenen sistemin görünümündeki tüm 

belirsizlikleri gidermeye yetecek kadar büyük bir Öklid uzayı oluşturmaktır. Böylelikle 

izlenilen boyutta, birbirinin üzerine binmiş veya çok yakın olan alakasız iki nokta 

birbirinden ayrılmış olur. Örneğin 1 boyutlu çizgi halindeki bir çekerin 2 boyutlu bir 

uzayda izlendiğini düşünelim. Bu durumda çizginin kendisini kesip kesmediği 

anlaşılamaz. Bu durum anlaşılamadığı için de birbirine yakın iki noktanın gerçekten 

komşu olup olmadığı bilinemez. Bu belirsizlikler, çekerin 3 boyutta çizdirilmesiyle son 

bulur. Çeker daha yüksek bir boyutta da görülebilir; fakat boyut arttıkça hesaplama 

maliyeti üstel olarak artmaktadır ve bunun yanı sıra incelenecek dinamiklerin 

bulunmadığı gereksiz yere artırılmış boyutta gürültü bulunabilir. Bu nedenlerle tüm 

belirsizlikleri giderecek en uygun boyutun seçilmesi önemlidir ve seçilecek bu boyutun 

tam sayı olması zorunlu değildir [50]. 
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Gömme boyutunun seçilmesi için, tekil değer analizi, sistem değişmezlerinin doyumu, 

doğru vektör alanları ve yanlış en yakın komşular metodları kullanılabilir [50]. Sık 

kullanılan yöntemlerden biri olan yanlış en yakın komşular (false nearest neighbors) 

metodu incelendiğinde;  

 

y(k) = [x(k), x(k + T),..., x(k + (m -1)T)]                                                                              (2.5)  

 

Eşitliğinde y(k), m boyutundaki bir vektör ve yNN (k) bu vektörün en yakın komşusu 

olmak üzere, bu iki nokta arasında ki Öklid farkı Rm(k) şöyle ifade edilir; 

 

Rm(k)2 = �x(k)-xNN(k)�
2
+ �x(k+T)-xNN(k+T)�

2
+…+�x�k+T(m-1)�-

xNN(k+T(m-1))�
2
                                                                                                                        (2.6)  

 

R𝑚𝑚(k)’nın m+1’inci boyuttaki Öklid farkı ile şöyle bir ilişkisi vardır; 

 

Rm+1
2 (k) = Rm

2 (k)+�x(k+mT)-xNN(k+mT)�
2

                                                                         (2.7) 

 

Buradan hareketle RT önceden belirlenen eşik değeri olmak üzere; 

 

|x(k+mT)-xNN(k+mT)|
Rm(k)

 > RT                                                                                                  (2.8) 

 

Eşitsizliği var ise, yani belirlenen eşik değer aşılmışsa, k noktasındaki komşuların yanlış 

olduğu değerlendirilir. Eşik değerin aşılmadığı durumda ise, komşuların doğru olduğu 

ve bu boyutun gömme boyutu olduğu anlaşılır. Eşik değerinin seçimine bağlı olarak 

farklı gömme boyutlarının elde edilmesi bir dezavantaj olduğundan Cao’nun bir 

çalışmasında uygun eşik belirlemek için bir yöntem sunulmuştur [3].  

 

Kısaca özetlenecek olursa; yanlış en yakın komşular tekniğinde belirli iki nokta 

arasındaki fark, gözlem altında tutularak boyut artırılır. Boyutun artması ile farkta 

artıyorsa henüz istenilen gömme boyutuna ulaşılmadığı anlaşılır. Fakat boyut artmasına 
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rağmen noktalar arasındaki fark artmıyorsa artık boyutu artırmanın bir anlamı olmadığı 

ve ulaşılan boyutun gömme boyutu olduğu sonucuna varılır.  

 

2.3.4. Durağanlık Analizi 
 
İster doğrusal olsun, ister olmasın zaman serisi analizlerinde ölçülecek sistem için bir 

çeşit durağanlık varsayımında bulunmak zorunludur. Bundan dolayı sistemin durağan 

olmaması, yani ölçüm süreci esnasında dinamiklerin değişmesi istenmeyen sonuçlara 

yol açar. Durağanlığın tespit edilebilmesi için çeşitli teknikler geliştirilmiştir. Schreiber 

tarafından sunulan çapraz tahmin tekniğinde, zaman serisinin parçaları birbirleriyle 

karşılaştırılarak, bir parçadan diğer parçanın tahmin edilebilirliğinin göstergesi olan 

çapraz tahmin hatası (cross-prediction error) veri tabanında kayda alınıp, analiz edilir 

[57]. 

 

2.3.5. Vekil Veri Metodu (Surrogate Data Method)  
 
Bazı durumlarda kaotik olmayan zaman serileride sanki kaotikmiş gibi görülebilir. 

Böyle durumlarda, ölçülmüş değerlerden oluşan zaman serilerinin doğrusal olup 

olmadığını tespit edebilmek için çeşitli yöntemler geliştirilmiştir. Bu yöntemlerin en çok 

kullanılanlarından biride Theiler ve arkadaşları tarafından geliştirilen Vekil Veri 

metodudur [59]. Bu teknikte öncelikle mevcut verilerden gözlemlenebilir ve doğrusal 

olmayan bir λ değeri hesaplanır. Bu λ değeri korelasyon boyutu, Lyapunov üsteli, 

tahmin hatası vb. olabilir. Daha sonra λ baz alınarak bir hükümsüz hipotez (null 

hypothesis) belirlenir. Doğrusal bir yapıya sahip olan bu hipotez, orjinal verileri test 

etmek için kullanılacak vekil verilerle bağıntılıdır. Vekil veriler, doğrusallığı test 

edilecek zaman serileri ile istatistiksel olarak aynı özellikte ama determinizmi 

ayıklanmış verilerdir. Bu verilerin oluşturulabilmesi için eldeki seri kullanılarak üretilen 

çeşitli seriler rastgele olarak karıştırılır. Oluşturulan vekil veriler önceden belirlenen bir 

oranda (örneğin %95)  test edilen verilerle uyuşmuyorsa, sistemin doğrusal olmadığı 

anlaşılır [3, 54, 58, 59]. 

 

2.4. Boyut Kavramı 
 
Bir çeker Lyapunov üsteli ve boyut gibi bazı kavramlar kullanılarak nitelendirebilir. Bu 

kavramlar, çekerin içinde bulunduğu koordinat sisteminden ve yörüngenin başlangıç 
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şartlarındaki değişiminden bağımsız olduğu için, deneysel veriyi değerlendirmede 

kullanılabilir. Ayrıca somut birer sayı olduklarından dolayı zaman serilerinin 

birbirleriyle karşılaştırılması için elverişlidirler [60]. Lyapunov üsteli, bu çalışmanın 

ileri safhalarında ayrıntılı bir şekilde anlatılacak olup bu bölümde boyut kavramına 

değinilecektir.  

 

Boyut, geometrik bir cismin öz benzerliğinin ölçüsüdür. Noktalar sıfır, çizgiler bir, 

yüzeyler iki boyutlu iken kaotik çekerler genelde kesirli boyuta sahiptirler. Garip 

çekerlerin boyutunu belirlemek için çeşitli yollar var olup, kutu sayım boyutu (box-

counting dimension), bilgi boyutu (information dimension) ve korelasyon boyutu 

(correlation dimension) sayısal hesaplama için uygun boyut türleridir [60].  

 

Kapasite boyutu olarak da bilinen kutu sayım boyutunda, çeker yörüngesini kaplamak 

için ne kadar kutu gerektiği sayılır. Kutuların sayılması ile çekerin geometrik özellikleri 

hakkında bilgi edinilirken, yörüngenin bir kutuya ne kadar sıklıkla uğradığı bilinmez. 

Yani bazı kutular daha yoğun yörünge barındırırken bazılarından yörünge sadece bir 

defa geçiyor olabilir. Yörünge sıklığı bilgisinden yoksun olunması kutu sayım 

boyutunun dezavantajlarından biridir. Ayrıca kutu sayma sürecinin fazla işlem gücü 

gerektirmesi, yöntemin diğer bir dezavantajıdır [61, 62].  

 

N boyutlu bir kartezyen uzayında, her bir kenarı ε uzunluğunda N boyutlu küpler (eğer 

N=2 ise kareler) bulunduğu düşünülürse, git gide küçülen ε değerine sahip 𝑁𝑁� (ε) 

küplerinin sayılması gerekir. Bu durumda kutu sayım boyutu [63]; 

 

D0 = lim
ε→0

ln N�(ε) 
ln (1/ε)

                                                                                                         (2.9) 

 

Olarak verilir. Şekil 2.10’da kutu sayımı ile ilgili örnek bir çizim bulunmaktadır. 
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(a)                                     (b)                                       (c) 

Şekil 2.10. a) İki nokta için b) Bir eğri parçası için c) Kapalı bir eğrinin 
içinde kalan alan için N�(ε) kutuları [63]. 

 
 
 
Bilgi boyutu, kutu sayım boyutunun yörüngelerin kutuları ziyaret sıklığını da belirten, 

genelleştirilmiş bir halidir. Bu boyut türünde bir kutunun konumunu belirli hassasiyette 

tanımlamak için kaç bit bilgi gerektiği hesaplanır. Bir çizgi üzerindeki bir noktayı 

r = 2-k  doğruluğu (accuracy) ile belirlemek için k bit bilgi gerekir. Kare üzerindeki 

noktayı aynı doğruluk ile belirlemek için 2k (her eksen için bir k), aynı şekilde küp için 

3k bit bilgi gerekir. Genellenecek olursa d boyutlu bir kutunun r doğruluğunda 

konumunu belirlemek için S(r) = -d log2 r   bit bilgi gerekir [61, 62]. 

 

Gerekli bilgi biti değeri S(r) aynı zamanda yörüngenin kutulara denk gelme olasılıkları 

ile de ilişkilidir. Bir kutuyu belirlemek için gerekli olan ortalama bilgi miktarı Denklem 

2.10’daki gibidir. 

 

S(r) = -�Pi log2 Pi                                                                                                                (2.10)
i

 

 

Burada Pi  i. kutunun olasılık ölçeğidir. Böylece bilgi boyutu aşağıdaki gibi 

tanımlanabilir [62]; 

 

DI =  lim
r→0

-S(r)
log2 r

 = lim
r→0

∑ Pi log2 Pii

log2 r
                                                                                        (2.11) 
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Bilgi boyutu hesaplanırken her kutu eşit olasılığa sahip olursa, bilgi boyutu kutu sayım 

boyutuna eşit olur, ama genellikle durum böyle değildir ve bir çekerin kutu sayım 

boyutu, bilgi boyutundan büyüktür [64]. Bir yörüngenin 48 olası durumlu bir faz 

uzayındaki kutuları ziyaret sıklığının değişken olabildiği örnek bir çizimle Şekil 2.11’de 

gösterilmiştir [2]. 

 
 

 
Şekil 2.11. 48 Olası durumlu bir faz uzayı ve eşit 

ayrık zamanlarla örneklenmiş bir 
yörünge [2]. 

 
 
Grassberger ve Procaccia tarafından geliştirilen ve bilgi boyutuna göre hesaplaması 

daha kolay olan korelasyon boyutu ise bir diğer popüler boyut türüdür. Rastgele seçilen 

iki noktanın birbirlerine belirli bir mesafe uzaklıkta olma olasılığını ölçen korelasyon 

boyutu, çekerin faz uzayını nasıl doldurduğunun değerlendirebilmesini sağlayacak olan 

noktaların dağılma şeklini açıklayabilir [60, 65]. Çeker, her biri ε yarıçapında hücrelerle 

kaplandığında Pi(ε ), i. hücrede bir nokta bulunma olasılığını gösteriyorsa, korelasyon 

boyutu; 

 

DC = lim
ε→0

�
log (∑ Pi(ε )2

i )
log (ε)

i

                                                                                                (2.12) 
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olarak tanımlanır. Buradaki ∑ Pi(ε )2
i  değeri, ε  yarıçapındaki bir hücrede bir nokta 

çiftinin bulunma olasılığıdır ve bu değeri hesaplamak için işlemsel açıdan verimli bir 

algoritma olan Grassberger-Procaccia algoritması kullanılabilir [65]. 

 



 
 

 

 

 

3. BÖLÜM 

LYAPUNOV ÜSTELLERİ 

 
3.1. Giriş 
 
Dinamik bir sistemin, Lyapunov üstelleri ve özellikle de en büyük Lyapunov üsteli, o 

sistemin kaotikliğini tanımlamak için en çok kullanılan yollardan biridir. Rus 

matematikçi Aleksandr Mikhailovich Lyapunov tarafından litaretürde sunulan 

Lyapunov üstelleri, birbirine yakın iki komşu yörüngenin zamanla nasıl farklılaştığını 

gösterir [2]. Pozitif bir Lyapunov üsteline sahip olan iki yakın yörünge, hızlı bir şekilde 

birbirinden ayrılır ve farklı davranışlar sergilerler. Yani pozitif Lyapunov üsteline sahip 

bir sistem, başlangıç şartlarına hassas bağımlılık gösteren bir yapıdadır ve kaotiktir. 

Negatif Lyapunov üsteline sahip bir sistemde ise farklı başlangıç şartlarına sahip 

yörüngeler sabit bir noktaya veya yörüngeye doğru çekilecek ve kaotik davranış 

sergilemeyeceklerdir [2]. 

 

3.2. Tanım 
 
Lyapunov üstelleri, birbirine yakın iki komşu yörüngenin zaman içindeki yakınsama 

veya ıraksama oranıdır. Faz uzayındaki ayrılma, vektör olarak ifade edilip,  δX(0) 

olarak gösterilirse t kadar zaman sonra Denklem 3.1’de verilen ifade sağlanmış olur. 

 

‖δX(t)‖ = eλt‖δX(0)‖                                                                                                                (3.1) 

 

Burada δX(t) ayrılma vektörü ve λ ise Lyapunov üstelidir [66]. 
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3.3. Diferansiyel Denklemlerin Çözümü 
 
Mühendislikteki birçok olgu, türevlendiği takdirde daha kolay ifade edilebilmektedir. 

Örneğin Denklem 3.2’de tarif edilen Newton’un ikinci kanununa göre m kütleli bir 

cisim a ivmesine sahipse üzerine F kuvveti etki eder. 

 

F = ma                                                                                                                                       (3.2) 

 

İvmenin hızın zamanla değişimi olduğunu ve hızında birim zamandaki yer değiştirmeye 

eşit olduğunu bildiğimizden; 

 

a = 
dv
dt

=
d2s
dt2

                                                                                                                                (3.3) 

 

şeklinde yazılabilir. Denklem 3.3 yeniden yazılırsa; 

 

f
m

 = a =
d2s
dt2

                                                                                                                                (3.4) 

 

şeklinde adi bir diferansiyel denklem haline getirilebilir [67]. 

 

Bu tez çalışmasında incelenen Lorenz ve Rössler sistemleri ve Chua devresinin 

matematiksel modelleri, diferansiyel denklemlerden oluşmaktadır. Sistemlerin en büyük 

Lyapunov üstellerini hesaplayabilmek için öncelikle bu sistemleri oluşturan diferansiyel 

denklemlerin analitik veya nümerik yöntemlerle çözülmesi gerekmektedir [68]. 

 

Diferansiyel denklemleri nümerik olarak çözmek için çeşitli metotlar bulunmaktadır. Bu 

yöntemlerden bir tanesi, denklemleri Taylor Serisine açmaktır. Bu arada Taylor serisi 

yöntemi, Euler ve Runge Kutta metotlarının temelini teşkil eder. Diferansiyel denklemi 

Taylor Serisinin birinci dereceden terimine kadar açmaya Euler metodu, 4. dereceden 

terimine kadar açmaya 4. dereceden Runge Kutta metodu, 8. dereceden terimine kadar 

açmaya ise 8. dereceden Runge Kutta metodu denir. Diferansiyel denklem sistemlerini 

Taylor Serisine açarken terim sayısı arttıkça ideal sonuca daha da yaklaşılmakta fakat 

işlem yükü ve karmaşıklığı artmaktadır [68]. 
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Bu çalışmada Lorenz ve Rössler sistemleri için 4. Dereceden Runge Kutta metodu, 

Chua devresi için ise 8. Dereceden Runge Kutta metodu kullanılmıştır.  

 

3.4. Runge Kutta Metotları 
 
Runge Kutta yöntemiyle diferansiyel denklemlerin çözümü bu tez çalışmasının ana 

omurgasını teşkil etmediğinden, detaylandırılmadan sadece metotların tanımı 

yapılacaktır. Taylor serisi yöntemi, Euler ve Runge Kutta metodları hakkında ayrıntılı 

bilgi literatürde mevcuttur [67-69]. 

 

Runge Kutta metodlarının s tamsayı a21,a31,a32…. as1, as2…as, s-1, b1…bs, c2…cs  reel 

katsayılar olmak üzere genel formu aşağıdaki gibidir; 

 

k1 = f�xn ,yn� 

k2 = f�xn+c2h , yn+ha12k1� 

k3 = f�xn+c3h , yn+h(a31k1+a32k2�) 

. 

. 

kn = f�xn+csh ,yn+h(as1k1+…+as,s-1ks-1)�                                                                                 (3.5) 

 

Burada 

yn+1 = yn+h(b1k1+…+bsks)                                                                                             (3.6) 

 

şeklinde tanımlanmıştır. h adım aralığı olup, a, b ve c katsayıları Butcher Tablosuna 

göre belirlenir. Butcher Tablosunun genel formu Tablo 3.1’ deki, 4. Dereceden Runge 

Kutta metodu için Butcher Tablosu da Tablo 3.2’ deki gibidir. 

 
 

Tablo 3.1. Butcher Tablosu genel formu [69]. 
0      
c2 a21     
c3 a31 a32    
⁞ ⁞ ⁞ ⁞   
cs as1 as2 … as, s-1  
 b1 b2 … bs-1 bs 
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Tablo 3.2. 4. Dereceden Runge Kutta 
Metodu için Butcher 
Tablosu[69]. 
 

0     
1/2 1/2    
1/2 0 1/2   
1 0 0 1  
 1/6 2/6 2/6 1/6 

 

 
 
Böylelikle 4. Dereceden Runge Kutta formülasyonu aşağıdaki gibi elde edilir; 
 
k1 = f�xn ,yn� 

k2 = f�xn+1/2 h , yn+1/2 k1� 

k3 = f(xn+1/2 h , yn+1/2 k2) 

k4 = f�xn+h , yn+k3�                                                                                                                  (3.7) 

 

Ayrıca 

 

yn+1 = yn+h �
1
6

k1+
2
6

k2+
2
6

k3+
1
6

k4�                                                                                       (3.8) 

 

şeklinde yazılabilir. Bu tez çalışmasında, Chua devresine ait diferansiyel denklemlerin 

nümerik çözümünde kullanılacak olan 8. dereceden Runge Kutta metodu için Butcher 

Tablosu Tablo 3.3‘ deki gibidir. Burada kullanılan w katsayıları Tablo 3.4’deki gibidir.  

 

Aynı şekilde Denklem 3.5’deki Runge Kutta metodu genel formu k = 8 değeri için 

açılıp, Tablo 3.3’deki değerler a, b ve c şeklinde belirlenirse, 8. Dereceden Runge Kutta 

formülasyonu elde edilir. Bu tez çalışmasının ana konusu olmadığı için 8. Dereceden 

Runge Kutta formülasyonunun açık hali verilmemiştir. 

 
3.5. Lorenz Sistemi 
 
Bir meteoroloji uzmanı olan Edward Lorenz kaos teorisinin matematiksel altyapısına 

önemli bir katkı sunmuştur [43]. Ünlü “Kelebek etkisi” terimini ilk kez kullanan Lorenz 

[6], hava simülasyonu verilerini bilgisayarına girerken işlem rahatlığı olsun diye 
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nümerik değerlerin küsüratlarını virgülden sonra 3 haneye kadar yuvarlamış ve hiç 

beklemediği değişik sonuçlar elde edince başlangıçtaki küçük değişikliklerin sonuçta 

büyük farklara yol açabileceğini gözlemlemiştir [6]. Simülasyon modelini 3 adet adi 

diferansiyel denklem ile elde edilebilecek şekilde sadeleştiren Lorenz, bu çalışmasını 

“Deterministic Nonperiodic Flow” adıyla 1962’de literatüre sunmuştur [70]. Daha sonra 

Tucker, sistemin bir garip çekere sahip olduğunu ispatlamıştır [71].  

 
 
            Tablo 3.3. 8. Dereceden Runge Kutta yöntemi için Butcher Tablosu [68]. 
 

½ -w2 w1 w1
' - w3+w4

'  w1
' - w3- w4

'  w1- w5 

½ - w2
'  w1 - w3

' +w4 w1
'  w1

'  - w5
'  w1- w3

' - w4 

½ +w2
'  w1+w3

′ +w4 w1
'  +w5

'  w1
'  w1+w3

' - w4 

½ - w2 w1+w5 w1
' + w3+w4

'  w1
' + w3- w4

'  w1 

 2w1 2w1
'  2w1

′  2w1 

 
 

           Tablo 3.4. Tablo 3.3’de kullanılan w değerleri [68]. 

w1=
1
8

-
√30
144

 w1
' =

1
8

+
√30
144

 

w2=
1
2
�15+2√30

35
 w2

' =
1
2
�15-2√30

35
 

w3=w2(
1
6

+
√30
24

) w3
′ = w2(

1
6
−
√30
24

) 

w4= w2(
1
21

+
5√30
168

 ) w4
' = w2

' (
1
21

-
5√30
168

) 

w5= w2-2w3 w5
' = w2

' +2w3
'  

 
 
Lorenz sisteminde bulunan diferansiyel denklemlerin 3 değişkeni vardır. Bunlar Prandtl 

sayısı “σ”, Rayleigh sayısı “r” ve sistemin fiziksel boyutuyla ilgili bir parametre olan 

“b” dir [70, 72]. Lorenz diferansiyel denklem sistemi; 
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dx
dt

 = x' 

dy
dt

 = y'                                                                                                                         (3.9) 

dz
dt

 = z' 

 

olmak üzere 

 

x' = σ (y - x) 

y' = rx - y – xz                                                                                                            (3.10)  

z' = xy – bz 

 

şeklindedir. 

 

Denklem 3.10’da verilen diferansiyel denklem takımı, σ = 10,  r = 28 ve b = 8/3 

parametre değerleri ve x0 = 0, y0 = 2 , z0 = 0 başlangıç değerleri için çözdürülüp faz 

uzayına aktarılırsa Şekil 3.1’deki gibi bir çeker grafiği elde edilir. 

 

Kaotik davranışın ana özelliklerinden birisinin başlangıç şartlarına hassas bağlılık 

olduğu daha önce belirtilmişti. Bu, Lorenz çekeri üzerinde de gözlemlenebilir. Eğer 

Lorenz sistemine ait diferansiyel denklem takımı, parametre değerleri değiştirilmeden 

(σ = 10,  r = 28,  b = 8/3) sadece başlangıç şartlarından birisi x0 = 0,  y0 = 1.01,  z0 = 0 

şeklinde %1’ lik bir oranla değiştirilerek çözdürüldüğünde elde edilen yeni sonuçlar 

Şekil 3.2’de verilmiştir. 

 

Şekil 3.1 ve Şekil 3.2 karşılaştırıldığında genel çeker formları benzerdir ama Şekil 

3.3’de verilen zamana göre değişim grafikleri incelendiğinde başlangıç değerlerindeki 

ufak bir farktan dolayı sistemin zamana göre bambaşka bir yol izlediği açıktır. Burada 

σ = 10,  r = 28,  b = 8/3 alınmıştır. Ayrıca başlangıç şartları olarak x0= 0 ve z0= 0 

alınmış fakat y0  değeri ikinci durumda %1 farkla değiştirilmiştir. Buna göre 

y0 = 1 değeri için mavi renkli görsel, y0 = 1,01 için kırmızı renkli görsel elde edilmiştir.  
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(a)                                                                             (b) 

 
                                    (c)                                                                     (d) 
Şekil 3.1. [0; 2; 0] başlangıç değerleri ve σ = 10,  r = 28 ve b = 8/3 parametre değerleri 

için; (a) X-Y-Z düzlemindeki Lorenz çekeri (b) X-Y düzlemi Lorenz çekeri 
(c) Y-Z düzlemi Lorenz çekeri (d) X-Z düzlemi Lorenz çekeri [70]. 

 
(a)                                                                   (b) 

Şekil 3.2.  X-Y-Z düzlemindeki Lorenz çekeri (Parametreler:σ = 10,  r  = 28,  b  
                 = 8/3)  (a) Başlangıç değerleri: x = 0, y = 1, z = 0 (b) Başlangıç   

değerleri: x0 = 0, y0 = 1,01, z0 = 0 [73]. 
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                              Şekil 3.3. Lorenz sisteminin x1(t) ve x2(t) grafiği  
 
 
Lorenz sisteminin elektronik devre olarak gerçekleştirimi Şekil 3.4’ de verilmiştir. 

Burada çarpıcılar AD633 entegre devresi, işlemsel yükselteçler ise TL082 entegre 

devresi veya muadili olup devre ±15V ile beslenmiştir [74]. 

 
 

 
          Şekil 3.4. Lorenz sisteminin elektronik devre olarak gerçekleştirilmesi [74]. 

 
 

Lorenz sisteminin parametreleri olan r, σ ve b parametreleri, devredeki direnç değerleri 

ve Va voltajı değiştirilerek aşağıdaki şekilde belirlenir; 
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r = 
10kΩ
aRR

 

σ = 
100kΩ

Rσ
 

b = 
100kΩ

aRb
                                                                                                                 (3.11) 

 

Burada a değeri; 

 

a = 
V
Va

                                                                                                                        (3.12) 

 

şeklinde ayarlanır [74].  

 

3.6. Rössler Sistemi 
 
Lorenz sistemine göre daha basit bir diferansiyel denklem takımı ile kaotik çeker 

üretmeyi başaran Alman bilim adamı Otto Rössler, bu çalışmasını 1976’da literatüre 

sunmuştur. Rössler sistemi şu şekilde tanımlanmıştır [75]; 

 

x' = -y – z 

y' = x + ay                                                                                                                   (3.13) 

z' = b + z(x - c) 

 

Üç boyutlu Lorenz ve Rössler sistemleri, eşit terim sayılarına sahip olmalarına karşın 

Lorenz sistemi 2 doğrusal olmayan terim barındırırken (xz ve xy), Rössler sistemi 1 

doğrusal olmayan terim barındırmaktadır (zx). Rössler sisteminin a = 0,2, b = 0,2,  

c = 5,7 parametre değerleri ve [0.1; -0.1; 0.1] başlangıç değerleri için ürettiği çekerler 

Şekil 3.5’deki gibidir.  
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(a)                                                                           (b) 

 
                                      (c)                                                                   (d) 

Şekil 3.5. [0,1; -0,1; 0,1] başlangıç değerleri ve a = 0.2, b = 0.2, c = 5,7 
parametre değerleri için; (a) X-Y-Z düzlemindeki Rössler çekeri (b) 
X-Z düzlemi Rössler çekeri (c) X-Y düzlemi Rössler çekeri (d) Y-Z 
düzlemi Rössler çekeri [76]. 

 
 
Rössler sisteminin devre gerçekleştirimi Şekil 3.6’da verilmiştir  [77]. 
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Şekil 3.6. Rössler devresi [77]. 

 
3.7. Chua Devresi 
 
Kaotikliği öncelikle bilgisayar simülasyonlarında keşfedilen [9] daha sonra da Zhong ve 

Ayrom tarafından deneysel olarak kanıtlanan [78] Chua devresi, biri hariç tüm 

elemanları doğrusal olan bir devredir. Devrenin doğrusal olmayan elemanı, parçalı-

doğrusal özellik gösteren özel bir yapıdaki dirençtir. 

 

Şekil 3.7’de gösterilen Chua devresine R0 direnci eklenirse, Şekil 3.8’de gösterilen ve 

literatürde Chua osilatörü olarak da geçen devre elde edilir. 

 
 

 
Şekil 3.7. Chua devresi. [79]. 
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                 Şekil 3.8. 𝑅𝑅0 direnci eklenmiş Chua devresi [80]. 

 
 

Şekil 3.8’de verilen Chua devresi üzerinde devre analiz yöntemleri uygulanarak aşağıda 

belirtilen diferansiyel denklemler elde edilir: 

 

C1
dVc1

dt
 = 

1
R

VC2 (-VC1) – f (VC1) 

C2
dVc2

dt
 =  IL- 

1
R

(VC2-VC1)                                                                                                 (3.14) 

L
dIL

dt
 = -VC2- İLR0 

 

Burada f fonksiyonu aşağıdaki gibi tanımlanır; 

 

f(VC1) =  GbVC1+
1
2

(Ga-Gb)*��VC1+Bp�-�VC1-Bp��                                                       (3.15) 

 

Burada belirtilen Ga ve Gb  doğrusal olmayan elemanın karakteristik grafiğindeki 

eğimler olup +Bp ve -Bp karakteristik eğrinin kırılma noktalarıdır. Şekil 3.9’da parçalı-

doğrusal direncin karakteristiği gösterilmiştir [80]. 
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                            Şekil 3.9.  Parçalı-lineer direncin v-i karakteristiği [80]. 
 
 
Devre üzerinde nümerik işlemler yapabilmek için Denklem 3.16’daki kabuller yapılır ve 

Denklem 3.17 ile Denklem 3.18 elde edilir. 

 

x =
VC1

Bp
 y = 

VC2

Bp
 z = 

RiL
Bp

 
 

α = 
C2

C1
 β =

C2R2

L
 τ =

t
RC2

                                (3.16) 
       

 

a = GaR  b = GbR c = Bp  

 

x' = α (y – x –f(x)) 

y′ = x – y + z                                                                                                              (3.17) 

z′ = - βy 

 

f(x)=bx + 0.5(a - b) * ( |x+c| - |x-c|)                                                                          (3.18) 

 

Parçalı direnç karakteristiğinin kırılma noktalarından elde edilen x = -1 ve x = 1 

değerleri için Denklem 3.18’deki f(x) fonksiyonu aşağıdaki biçimde yazılabilir [80]. 
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f(x)=

⎩
⎪
⎨

⎪
⎧

   bx+a-b ,                      x ≥ 1

    ax ,            &       -1 ≤ x ≤ 1

   bx-a+b ,                   x ≤ -1

                                                                                  (3.19) 

 

 
(a)                                                                     (b) 

 
                                   (c)                                                                    (d) 
 

Şekil 3.10. [0,1; 0,1; 0,1] başlangıç değerleri ve α = 9, β = 100/7, a = -8/7  
ve  b = -5/7  parametre değerleri için; (a) X-Y-Z düzlemi Chua 
çekeri (b) Y-Z düzlemi Chua çekeri (c) X-Y düzlemi Chua çekeri 
(d) X-Y düzlemi Chua çekeri [82]. 

 
 

Chua devresi α = 9, β = 100/7,  a = -8/7 ve  b = -5/7  değerleri için Matsumoto’nun 

“double scroll” [81] olarak adlandırdığı bir çekere sahip olur. x0= 0,1 , y0= 0,1  ve 

z0= 0,1 başlangıç değerleri için bu çeker Şekil 3.10’da verilmiştir. 
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3.8. Yörünge Ayırma (Orbit Separation) Metodu 
 
Dinamik bir sistemin kaotikliğinin analizi için zaman serileri üzerinden hesaplanan 

parametreleri kullanan birçok yöntem vardır. En yaygın yöntemler; Poincare 

Haritalama, Güç Spektrumları, Lyapunov Üstelleri ve Fraktal Boyut Analizidir [83].  

 

Yörünge Ayırma (Orbit Separation) metodu, birbirine yakın iki komşu yörüngenin 

zamanla nasıl farklılaştığını gösteren en büyük Lyapunov üstelini hesaplayabilmek için 

Sprott tarafından geliştirilmiş bir metottur. Bu tez çalışmasında kullanılan Lyapunov 

üstelleri, Yörünge Ayırma metodu kullanılarak hesaplanmıştır. Daha ayrıntılı bilgi için 

[84] numaralı kaynağa bakılabilir.  

 

Yörünge ayırma metodunda herhangi dinamik bir sistem için uygun parametre ve 

başlangıç değerleri seçilir ve zamana (iterasyon) göre yörüngesi hesaplanır. Daha sonra 

aşağıdaki işlem adımları uygulanır; 

• Aynı noktada bulunan iki yörünge takip edilir. 

• İkinci yörünge ε kadar ötelenir. 

• Normalizasyon işlemi uygulanır. 

• Normalizasyon işlemi sonucunda bulunan değerler kullanılarak yörüngeler 

arasındaki ayrılmanın doğal logaritması alınır. 

• Her iterasyon için hesaplanan logaritmalar üst üste toplanır. 

• Elde edilen değer, iterasyon sayısı ve zaman adımı sayısına bölünür ve en büyük 

Lyapunov üsteli elde edilir. 

 

Gerçeğe yakın bir değer elde etme olasılığını artırmak için; 

• İşlem çok sayıda rastgele başlangıç değeri için tekrarlanır. 

• Zaman adımlarının baştan belli bir kısmı hesaba katılmaz. 

 

Ayrık dinamik sistemlerdeki fark denklemleri, harita (map) olarak adlandırılır. Yörünge 

ise haritanın her iterasyonda hareket ettiği noktalar setine verilen addır [68]. Başlangıçta 

birbirine yakın iki yörüngenin Şekil 3.11’deki gibi birbirinden ayrıldığı düşünülürse; 
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Şekil 3.11. Başlangıç şartları birbirine yakın 

iki yörüngenin ayrılması [68]. 
 
 

 

 
Şekil 3.12. Yörüngelerin referans mesafe  
                  (ε) ile gösterilmesi [68]. 
 

 
 
İki yörünge arasındaki fark ε kadar iken bir zaman adımı sonra d1 kadar, iki zaman 

adımı sonra ise d2  kadar olmaktadır. Yörünge Ayırma metodunda, yörüngeler 

arasındaki mesafe, farklılaşmalarının ortalaması olarak hesaplanmaktadır. Bu 

hesaplamayı yapabilmek için öncelikle bir referans mesafe (ε) oranına ihtiyaç duyulur. 

Şekil 3.12’de yörüngeler referans mesafe ile birlikte gösterilmiştir. 
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Yörünge ayırma metodunda yörüngeler arasındaki ortalama ayrılma hesaplandığı için 

ikinci yörüngenin birinci yörüngeye göre konumu her adım için ayrı ayrı, Denklem 

3.20’de gösterildiği gibi hesaplanır. Burada { k ∈  Z ∶  k ≥ 1 } olmak üzere ck = yk - yk
*  

ve dk = |ck| dir [68].  

 

 yk
* = yk+

ε
dk

ck                                                                                                                     (3.20) 

 

Bu işlem, normalizasyon prosedürü olarak adlandırılır. Normalizasyon prosedüründeki 

referans mesafe ve sonrasında kullanılan algoritmadaki zaman adımı ne kadar küçük 

seçilirse ideal sonuca o kadar yaklaşılır fakat tahmin edileceği gibi bu durumda da 

hesaplamalar daha fazla zaman alır [68]. 

 

Daha sonra her bir zaman adımı için yörüngeler arasındaki ayrılmanın doğal logaritması 

(e tabanına göre) Denklem 3.21’de gösterildiği gibi bulunur.  

 

Lf =  log ��
d1

ε
��                                                                                                                    (3.21) 

 

Bir sonraki adım ise hesaplanan logaritmanın daha önce hesaplanan logaritmaların 

üzerine eklenmesidir. Bunun için Denklem 3.22 her iterasyonda tekrarlanır. 

 

Ls=  Ls+Lf                                                                                                                            (3.22) 

Bu toplam alındıktan sonra en büyük Lyapunov üsteli, h zaman adımıyla n iterasyon 

için şu şekilde hesaplanır: 

 

λ1 = 
Ls/n

h
                                                                                                                              (3.23) 

 

En büyük Lyapunov üstelinin yörünge ayırma metoduyla hesaplanması bu şekilde 

olmakla birlikte gerçek değere en yakın sonucun elde edilebilmesi için iki hususa 

dikkat edilmesi gerekmektedir. Bunlardan birincisi, bahsedilen hesaplama 

adımlarını çok sayıda başlangıç değeri için tekrarlamaktır. Yörünge ayırma 

metodunda başlangıç değeri rastgele seçildiği için işlem aşamaları ne kadar çok 
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tekrar edilirse gerçeğe en yakın sonuca ulaşma ihtimali o kadar artar. Önemli olan 

ikinci husus ise yörüngeler arasındaki ayrılmalar hesaplanırken başlangıçtan belli 

bir zamana kadar elde edilen değerlerin hesaba katılmamasıdır. Uzun süreli 

çalışma durumunda periyodik olmayan davranış sergileyen yörüngeler, 

başlangıçta bir süre periyodik davranış sergileyebildikleri için, ilk değerlerin 

hesaba katılması ortalamayı olumsuz etkileyebilecektir. Böyle bir durum için kaç 

iterasyondan sonra hesaplamanın başlatılacağı konusunda kesin bir kural yoktur. 

Farklı sistemler için deneme yanılma yoluyla çeşitli değerler bulunabilir [68]. 
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4.  BÖLÜM 

YAPAY SİNİR AĞLARI 

 
4.1. Giriş 
 
Biyolojik bir yapı olarak insan vücudu, içinde bulunduğu çevre ile sürekli bir etkileşim 

halindedir. Dış dünyadan gelen verilere göre kararlar alınmakta, vücut kendini 

güncellemekte ve gerekli tepkiler üretilmektedir. İnsan vücudunda algılama, karar alma, 

icra etme görevlerini sinir sistemi gerçekleştirir. Bilim dünyası, bu işleri yapabilecek bir 

yapay zeka tasarlamak ve uygulamak için çalışmış ve çalışmalarına devam etmektedir 

[1].  

 

İnsan beyni konvansiyonel bilgisayarlardan oldukça farklı bir biçimde hesaplamalar 

yapar. Beyne ulaşan verilerin işlenmesi bir hayli karmaşık, doğrusal olmayan ve paralel 

bir biçimde gerçekleştirilmektedir [85]. Bilgisayarlar, sayısal işlemlerde insan beynine 

göre oldukça hızlı olmalarına rağmen, görüntü algılama, planlama, öğrenme gibi 

işlemlerde başarısız olmaktadırlar. Bunun yanı sıra bilgisayarlarda tek bir komutun 

yanlış olması sonucu işlemler dururken, insan beyninde bir sinir hücresinin işlevini 

yitirmesi halinde dahi beyin çalışmaya devam eder. Yapay sinir ağları, beynin bu 

çalışma sistemine benzetilerek tasarlanan yapılardır [86].  

 

Bir yapay sinir ağı (YSA), tek bir bütün içinde katmanlar halinde paralel olarak 

dağıtılmış basit işleme ünitelerinden oluşan bir işlemcidir. YSA’lar, elektronik 

komponentler kullanılarak veya bir yazılım vasıtasıyla gerçekleştirilebilirler [85].  

 

4.2. Tarihçe 

 
İlk yapay sinir hücresi, Warren McCulloch ve Walter Pitts tarafından 1943 yılında 

tanıtılmıştır [87]. 1949’da Donald Hebb, Hebb kuralını ortaya koymuştur [88]. Hebb 

 

http://en.wikipedia.org/wiki/Warren_McCulloch
http://en.wikipedia.org/wiki/Walter_Pitts
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kuralı; YSA’lardaki bağlantı sayısının değiştirilmesi durumunda ağın öğrenebileceğini 

ileri sürer [86]. 1959 senesinde Bernard Widrow ve doktora öğrencisi Ted Hoff LMS 

(Least Mean Squares) algoritmasını geliştirmişlerdir ve bu algoritma daha sonra 

geliştirilecek olan ADALINE (ADaptive LInear NEuron) ve MADALINE (Multiple 

Adaline) modellerinin temelini oluşturmuştur [89]. 1969 yılında Marvin Minsky ve 

Seymour Papert, günümüz YSA modellerinde kullanılan hücre yapısının temellerini 

atmıştır [90].  

 

1970’ lerde tasarlanan algoritmaların mevcut problemlerin çözümünde yetersiz kalması 

ve teknolojinin kısıtlı olması sonucu YSA’lar hakkındaki çalışmalar yavaşlamıştır. 

1980’ li yılların ikinci yarısıyla beraber YSA’lar ile ilgili gelişmeler tekrar hız kazanmış 

ve günümüze kadar gelmiştir [1].  

 

4.3. Yapay Sinir Ağlarının Avantaj ve Dezavantajları 
 
YSA’ların çok çeşitli avantajları vardır. Bunlardan en önemlisi öğrenme yeteneğidir. 

Öğrenme, aslında ağ içerisindeki sinir hücrelerinin ağırlıklarının değiştirilmesidir. Bu 

ağırlık değişimi sonucunda ağın çıkış değerlerinin idealde olması gereken değerlere 

yakınsaması beklenir. Öğrenme kabiliyeti, ağa genelleme yapabilme imkanıda sağlar. 

Genelleme yapmak, daha önceden karşılaşılmamış giriş değerleri içinde çıkış 

üretebilmektir ki YSA’ların bir diğer önemli özelliği de budur. Genelleme yapabilme 

yeteneği, ağa giren verilerin eksik olması durumunda bile uygun çıkışlar üretmeyi 

sağlayabilir [1, 91]. 

 

Yapay sinir ağlarının bir diğer özelliği ise uyarlanabilirliktir. Değişken giriş değerleri 

karşısında eğitilmiş bir YSA, bu değişkenliğe kendini adapte edebilir. Yani, bir işlemi 

yapmak için eğitilmiş bir YSA modeli, işlemdeki değişikliklere göre tekrar 

eğitilebilmektedir. Bu adaptasyon için ayrıca dış bir müdahaleye (örneğin bir 

programcının kod yazmasına) gerek duyulmaz [86, 91]. 

 

Yapay sinir ağı hücresi, yapısı gereği doğrusal değildir. YSA’lar da, bu sinir 

hücrelerinden oluştuğu için doğrusal olmayan bir yapıdadırlar. YSA’ların bu özelliği, 

doğrusal olmayan verilerin (örneğin ekonomik veriler) analizinde bir avantaj 

sağlamaktadır [1, 86]. 

http://en.wikipedia.org/wiki/Marvin_Minsky
http://en.wikipedia.org/wiki/Seymour_Papert
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Verileri paralel olarak işleme, YSA’ların bir diğer özelliğidir. Seri veri işleme sürecinde 

herhangi bir birimin arızalanması tüm sistemi durdururken, paralel yapıda arızalanan 

birim haricindeki diğer birimler veri işlemeye devam eder. Ayrıca paralel işlemede, 

birden fazla kolda aynı anda işlem yapıldığından toplamdaki işlem hızı artmakta, 

problem daha kısa sürede çözülmektedir. Buna karşılık paralel yapının donanımsal 

olarak gerçekleştirimi, seri yapıya göre daha zor olabilmektedir [1, 86]. 

 

Geniş veri seti gereksinimi YSA’ların dezavantajlarından biridir. Ağ eğitimi ve eğitilen 

ağın test edilmesi için belirli genişlikte bir veri setine ihtiyaç duyulur. Bu genişlik 

uygulamaya göre değişmektedir. Bir diğer dezavantaj ise bazı uygulamalarda problemin 

basitliğine karşın YSA’nın oldukça karmaşık kalmasıdır. Ayrıca yine uygulamaya ve 

işlemci gücüne göre değişmekle birlikte bazı durumlarda ağın eğitilmesi ve test edilmesi 

uzun zaman alabilmektedir [86, 91]. 

 

4.4. Yapay Sinir Ağlarının Kullanım Alanları 
 
Gerek geliştirilmesinde gerekse uygulamasında disiplinler arası bir konu olan yapay 

sinir ağları, döviz kuru tahmini [91], kalp rahatsızlıklarının sınıflandırılması [92], 

karakter tanıma [93], ses sinyali işleme [94], otomobil satış tahmini [95], enerji yük 

tahmini [96] ve karbon monoksit emisyonlarının modellenmesi [97] gibi birçok farklı 

alanda kullanılmaktadır.   

 

Öğrenebilme, doğrusal olmayan verileri işleyebilme, eksik bilgiyle çalışabilme, 

gürültüye karşı iyi bir performans gösterme, hafızası olma ve paralel işlem yapabilme 

gibi özellikleri bulunan YSA’ların bazı genel kullanım alanları şu şekildedir [98, 86]; 

 

• Sinyal işleme 

• Örüntü tanıma / konuşma tanıma  

• Zaman serilerinin analizi 

• Sınıflandırma 

• Tahmin 

• Ekonomik verilerin analizi 

• Tıbbi sinyallerin analizi 
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• Kontrol/denetim 

 

4.5. Biyolojik Nöron 
 
İnsan sinir sistemini oluşturan sinir hücrelerine nöron adı verilir. Bir nöron, 3 ana 

kısımdan oluşur. Bunlar akson, dentrit ve aynı zamanda soma olarak da adlandırılan 

hücre gövdesidir. Dendritler sayıca çok, dallanmış bir yapıya sahiplerken akson uzun, 

silindirik bir yapıdadır. Sinir hücrelerinden iletilen impulsların (elektriksel sinyaller) 

yönü dendritlerden hücre gövdesine, hücre gövdesinden ise aksona doğrudur. Akson 

ucu ile dendrit ucu arasındaki bağlantı bölümüne sinaps denir [99]. Şekil 4.1’de bir 

nöronun yapısı görülmektedir. 

 
 

 
Şekil 4.1. Biyolojik nöronun yapısı [99]. 

 
4.6. Yapay Nöron 
 
Sinir sisteminde olduğu gibi, yapay sinir ağlarında da temel işlem birimine nöron 

denilmektedir. Şekil 4.2‘ de yapay bir nöron modeli görülmektedir [100]. Bu model 3 

temel kısımdan oluşmaktadır: 
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• Birinci kısım, sinir sistemindeki sinapslara karşılık gelen her biri 

ağırlıklandırılmış bağlantı noktalarıdır. Her bir xi giriş sinyali, k nöronunda wki 

ağırlığı ile çarpılmaktadır. 

• Bir toplayıcı, bu ağırlıklandırılmış giriş sinyallerini toplamaktadır. 

• Toplayıcı çıkışı, bir aktivasyon fonksiyonuna tabi tutulmakta ve nöron çıkışını 

oluşturmaktadır. 

 
 

 
Şekil 4.2. Yapay nöron modeli [100]. 

 
 

Şekil 4.2’de aynı zamanda ağırlıklandırılmış girişlere eklenen bias değeride 

gösterilmiştir. YSA’larda öğrenmeye yardımcı olması için kullanılan ve sabit bir değer 

olan bias değeri, giriş sinyalleri 0 (sıfır) olsa bile aktivasyon fonksiyonuna giren 

sinyalin sıfır olmasını önler [100]. 

 

Giriş sayısı m olan k nöronunun çıkışını matematiksel olarak aşağıdaki gibi ifade 

edilebilir [100]. 

 

vk=� wkixi

m

i=1
 

yk= φ(vk+ bk)                                                                                                                             (4.1) 
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4.7. Aktivasyon Fonksiyonları 
 
Aktivasyon fonksiyonları veya diğer deyişle transfer fonksiyonları, her yapay nöronda 

bulunur ve nöronların, giriş değerlerine karşılık üretecekleri çıkış değerlerini belirlerler. 

Bunlardan bazıları Sert Sınırlayıcı, Logaritmik Sigmoid, Doğrusal ve Hiperbolik 

Tanjant Sigmoiddir [101]. 

 

4.8. Yapay Sinir Ağlarının Sınıflandırılması 
 
Çok çeşitli şekillerde tasarlanabilecek olan YSA’lar yine çeşitli şekillerde 

sınıflandırılabilirler. Bu tez çalışmasında, ağ mimarilerine ve öğrenme algoritmalarına 

göre sınıflandırma konuları kısaca ele alınacaktır. Literatürde çeşitli ağ mimarilerinden 

bahsedilse de, burada ileri beslemeli ve geri beslemeli ağ mimarileri ele alınacaktır. 

 

Geri beslemesi olmayan, bilgi akışı girişten çıkışa doğru olan ağlara ileri beslemeli ağlar 

denir. Bu tip ağlar, katmanlı bir yapıda düzenlenmişlerdir ve aynı katmandaki hücrelerin 

birbirleri ile bağlantıları yoktur. Bir katmandaki hücre sadece bir sonraki katmana veri 

gönderebilir. İleri beslemeli ağlar, öğrenme algoritması olarak genelde geri yayılım 

öğrenme algoritmalarını kullanmaktadırlar [86, 99]. 

 

İleri beslemeli ağların aksine dinamik yapıya sahip, çıkıştan veya ara katmanlardan 

girişe veya önceki ara katmanlara doğru bilgi akışı olan YSA’lar, geri beslemeli olarak 

tanımlanırlar. İleri beslemeli ağlardan farklı olarak sonuç, daha önceki sonuçlara bağlı 

olduğu için hafızaya sahip oldukları söylenebilir. Bu özelliklerinden dolayı önceden 

tahmin uygulamaları için uygundurlar. Hopfield, Elman ve Jordan ağları geri beslemeli 

ağlardan bazılarıdır [66, 86].   

 

4.8.1. Öğrenme Algoritmasına Göre Yapay Sinir Ağları 
 
Yapay sinir ağları, kendilerine gösterilen örnek değerlere bakarak öğrenme işlemini 

gerçekleştirirler. Esasında öğrenme, bağlantı noktalarındaki ağırlıkların 

değiştirilmesidir. Çeşitli öğrenme metodları bulunan YSA’larda temel olarak danışmanlı 

(supervised) ve danışmansız (unsupervised) öğrenme mevcuttur [86].  
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Danışmanlı öğrenme çeşidinde, ağa uygulanan girişlerle birlikte bu girişlere karşılık 

üretilen çıkışlar da örnek olarak gösterilir. Öğrenme algoritması, bu örneklere bakarak 

ağ ağırlıklarını değiştirir. Ağa örnek gösterilen çıkış değeri ile ağın ürettiği çıkış değeri 

arasındaki hata önceden belirlenen bir eşik değerinin altına ininceye kadar ağırlıklar 

değiştirilir. Eşik değer bir danışman tarafından tayin edilir. 

 

Danışmanlı öğrenmenin aksine danışmansız öğrenmede YSA’ya sadece giriş değerleri 

örnek olarak gösterilir. Öğrenme algoritması, giriş verileri arasındaki benzerliklere 

bakarak ağ ağırlıklarını değiştirir. Bu tip öğrenmede algoritma, benzer dokuları 

ayırabilecek şekilde ağ ağırlıklandırması yapar [66]. 

 

Levenberg-Marquardt, Esnek Yayılım, Ölçeklendirilmiş Eşleştirmeli Eğim, Grup 

Öğrenme, Çevrim içi Öğrenme, BFGS ( Broyden–Fletcher–Goldfarb–Shanno) ve 

Bayesyen Regülarizasyon algoritmaları yaygın kullanılan öğrenme algoritmalarına 

örnek olarak verilebilir [74, 79, 102-107]. 

 

4.9. Yapay Sinir Ağı Modelleri 
 
Literatürde çok çeşitli yapay sinir ağları bulunmasına rağmen, Çok Katlı Perseptronlar 

(Multi Layer Perceptrons, MLP) başta olmak üzere, LVQ Ağları (Learning Vector 

Quantization), SOM Ağları (Self Organising Map), Hopfield Ağları, Elman Ağları ve 

Jordan Ağları en çok kullanılan ağlardandır [1].  

 

4.10. Geri Yayılım Algoritması 
 
Geri yayılım algoritması Least Mean Squared Algorithm yani en küçük ortalama kareler 

algoritmasının (LMS) genelleştirilmiş halidir. Danışmanlı öğrenmeyi kullanan bu 

algoritmada sinaptik ağırlıkları, istenilen çıkışla halihazırdaki hesaplanmış çıkış 

arasındaki ortalama karesel hatanın minimize edileceği şekilde değiştirilir. Örnekler, 

ağa gösterilip eğitim bittikten sonra ağırlıklar, yeni giriş değerlerine göre çıkışları 

hesaplamak için sabitlenir [108].    

 

İstenilen değer d ve çıkış değeri y olmak üzere j’inci nöronun n’inci iterasyonda ki 

hatası Eşitlik 4.2’deki gibi hesaplanır [100]; 
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 ej(n)  =  dj(n) -yj(n)                                                                                                       (4.2) 

 

Nöron başına düşen ortalama karesel hata  1
2

ej
2(n) olarak tanımlanırsa ve “C” çıkış 

nöronlarını belirtirken toplam hata (Ɛ); 

 

Ɛ(n) = 
1
2
� ej

2(n)
j∊C

                                                                                                                      (4.3) 

ve toplam örnek sayısı N ile gösterilecek olursa normalize edilmiş ortalama karesel hata 

aşağıdaki gibi bulunur. 

 

Ɛort = 
1
N
�

1
2
� ej

2(n)                                                                                                            
j∊C

N

n=1

(4.4) 

 

Geri yayılım algoritmasında öğrenme işleminin temel amacı, ortalama karesel hatayı     

( Ɛort) en aza indirmek için sinaptik ağırlıkları ve bias değerleri gibi çeşitli parametreleri 

ayarlamaktır. Bu ayarlamalar, eğitim esnasında ağa sunulan örnekler baz alınarak 

hesaplanan hata değerlerine göre yapılır [100]. 

 

Sinaptik ağırlığı w, aktivasyon fonksiyonu φ ve j, i’den sonra gelen nöron olmak üzere;  

 

vj(n) = �wji(n)yi(n)
m

i=0

                                                                                                               (4.5) 

 

olur iken çıkış aşağıdaki gibi hesaplanır. 

 

 yj(n) = φj �vj(n)�                                                                                                                       (4.6) 

 

Geri yayılım algoritmasında, sinaptik ağırlıklarda yapılan düzeltme ile hatanın sinaptik 

ağırlıklarına göre kısmi türevi orantısaldır. Kısmi türev alınırken kullanılabilen zincir 

kuralı [100] uygulanır ise; 
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 ∂Ɛ(n)
∂wji(n)

 =
∂Ɛ(n)
∂ej(n)

∂ej(n)
∂yj(n)

∂yj(n)
∂vj(n)

∂vj(n)
∂wji(n)

                                                                                    (4.7) 

 

elde edilir. Eşitlik 4.7’deki kısmi türevlerin karşılıkları yazılır ise; 

 
 ∂Ɛ(n)
∂wji(n)

 = ej(n)φj
' �vj(n)�yi(n)                                                                                               (4.8) 

 

elde edilir [100]. 

 

Geri yayılım algoritmasında öğrenme oranı parametresi η olmak üzere sinaptik 

ağırlığına uygulanacak düzeltme, Δwji(n) delta kuralına göre aşağıdaki gibi yazılabilir 

[99]; 

 

Δwji(n) = -η
∂Ɛ(n)

∂wji(n)                                                                                                                 (4.9) 

 

Eşitlik 4.8 kullanılarak Eşitlik 4.9 yeniden yazılırsa;  

 

Δwji(n)= ηδj(n)yi(n)                                                                                                               (4.10) 

 

Elde edilir. Burada 𝛿𝛿, yerel gradyent değeri olup nöronun çıkış katmanında veya gizli 

(ara) katmanda olmasına göre farklı şekilde hesaplanır. Çıkış katmanında bulunan bir 

nöron için yerel gradyent; 

 

δj(n) = ej(n)φj
' �vj(n)�                                                                                                            (4.11) 

 

olur iken,  nöron ara katmanda ise yerel gradyent; 

 

δj(n) = φj
' �vj(n)�� δk(n)

k

wkj(n)                                                                                       (4.12) 
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şeklinde elde edilir. Karışıklık olmaması için gizli katman nöronu j, çıkış nöronu ise k 

notasyonu ile gösterilmiştir. Gizli katman nöronu için yerel gradyentin nasıl elde 

edildiği ile ilgili ayrıntılı bilgi [100] numaralı kaynaktan elde edilebilir. 

 

Geri yayılım algoritmasında çıkışa dair hesaplamalar iki aşamada yapılır. Bunlar, 

girişten çıkışa doğru giden ileri yönlü geçiş aşaması ve çıkıştan girişe doğru giden geri 

yönlü geçiş aşamasıdır. İleri yönlü geçişte ağın fonksiyon sinyalleri nöron nöron 

hesaplanırken, geri yönlü geçişte, her nöron için yerel gradyent hesaplanır. İleri yönlü 

geçişte, ağırlıklar değiştirilmezken, geri yönlü geçişte hata sinyali üretilip sinaptik 

ağırlıklar değiştirilir [100]. 

 

Geri yayılım algoritmasının tasarımı, çözülmek istenen problemin türüne göre ve daha 

iyi performans elde etmek için kullanıcı tarafından değiştirilebilir. Aşağıda algoritmanın 

başlıca tasarım etmenleri belirtilmiştir [98, 108]. 

 

• Ağırlıkların başlangıç değerleri 

• Aktivasyon fonksiyonu 

• Eğitim setindeki örnek sayısı 

• Ağırlıkların her örnek için ayrı ayrı mı yoksa tüm örnekler gösterildikten sonra 

tek bir seferde mi değiştirileceği 

• Öğrenme oranının değeri 

• Eğitimin ne kadar sürede ve hangi kriter sağlanınca biteceği 

• Ara katman sayısı ve her ara katmandaki düğüm sayısı 

 

4.11. Ortalama Karesel Hata 
 
Tek katmanlı ve tek nöronlu bir yapıya sahip ve doğrusal transfer fonksiyonu bulunan 

bir yapay sinir ağı modeli Şekil 4.3’de görülmektedir.  
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Şekil 4.3. Yapay sinir ağı modeli [109]. 

 
 

Burada “p” giriş değerleri, “b” bias değeri ve “ w1 ” ağırlık değerlerinin 1. sırası olmak 

üzere, ayarlama yapılacak değerler tek bir “x” vektörü şeklinde yazılmak istenirse; 

 

x = � 
w1

b
 �                                                                                                                                     (4.13) 

 

Benzer şekilde bias girişi 1 alınır ve bir “z” giriş vektörü oluşturulursa; 

 

z = � 
p
1

 �                                                                                                                                         (4.14) 

 

Ortaya konan ağın çıkışı; 

 

a = w1
T
p+b                                                                                                   

a = xTz                                                                                                                                        (4.15)   

 

şeklinde yazılabilir. Böylelikle t eğitimde kullanılacak hedef değerler olmak üzere, ağ 

için ortalama karesel hata aşağıdaki şekilde yazılabilir [109]; 

 

F(x) = E[e2] = E�(t-a)2� = E �(t-xTz)2�                                                                                 (4.16) 

 

Burada E[], deterministik sinyaller için zaman ortalaması olan beklenen değerdir [109]. 

Denklem 4.16 yeniden düzenlenirse; 
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F(x) = E[t2-2txTz+xTzzTx] = E[t2]-2xTE[tz]+xTE[zzT]x                                                 (4.17) 

 

Burada; 

 

c = E[t2], h = E[tz] ve R = E[zzT]                                                                               (4.18) 

 

olmak üzere Denklem 4.17 aşağıdaki formda ifade edilebilir; 

 

F(x) = c-2xTh+xTRx                                                                                                                (4.19) 

 

Burada R değeri, giriş korelasyon matrisi iken h değeri giriş vektörü ile onun hedefi 

arasındaki çapraz korelasyondur [109]. 

 

İkinci dereceden tek değişkenli (kuadratik) bir fonksiyonun durgunluk noktası, yani 

azalmayı veya artırmayı durdurduğu nokta, o fonksiyonun gradyenti alınıp sıfıra 

eşitlenerek bulunabilir. 

 

Denklem 4.19’un gradyenti alınırsa; 
 

∇F = ∇(c - 2xTh+xTRx  ) = -2h+2Rx                                                                                    (4.20) 

 

ve alınan gradyent sıfıra eşitlenirse; 

 

-2h+2Rx = 0                                                                                                                              (4.21) 

 

elde edilir. Eğer korelasyon matrisi pozitif tanımlı ise yalnızca 1 adet durgunluk noktası 

olacaktır; 

 

x* = R-1h                                                                                                                                    (4.22) 

 

Burada dikkat edilmesi gereken nokta, çözümün tek olmasının yalnızca korelasyon 

matrisine bağlı olmamasıdır. Giriş vektörlerinin karakteride bir veya daha fazla çözüm 

olup olmayacağını etkiler [109]. 
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4.12. En Küçük Ortalama Kareler (Least Mean Squares) Algoritması 
 
Yapay sinir ağlarının eğitilmesi, aslında bir optimizasyon problemidir. Bu 

optimizasyonda ortalama karesel hata kriter olarak alınırsa buradaki temel hedef 

minimum noktayı bulmak olur. İstenilen minimum nokta, Denklem 4.23 ile doğrudan 

bulunabilir veya R’nin tersinin hesaplanması istenmiyorsa, Denklem 4.21’deki gradyent 

ile birlikte En Dik İniş (Steepest Descent) algoritması kullanılabilir. Fakat genelde h ve 

R’nin hesaplanması elverişli olmaz. Bundan dolayı, içerisinde tahmini gradyent 

kullanılan bir yaklaşık en dik iniş algoritması tercih edilir.  Bu tip gradyente stokastik 

gradyent de denir [109]. 

 

Ortalama karesel hatayı tahmin etmek için Denklem 4.16’daki hata kareleri beklentisi 

ile her k. iterasyondaki karesel hata yer değiştirilirse; 

 

F�(x) = (t(k)-a(k))2 = e2(k)                                                                                                      (4.23) 

 

ve gradyenti alınırsa; 

 

∇�F(x) = ∇e2(k) = -2e(k)z(k)                                                                                                 (4.24) 

 

elde edilir. Burada z giriş vektörüdür. 

 

En dik iniş metodu, Denklem 4.25’deki gibi tanımlanabilir. Burada αk öğrenme oranı, 

gk ise gradyentdir. 

 

xk+1 =  xk-akgk                                                                                                                           (4.25) 

 

Denklem 4.25 ortalama karesel hataya uyarlanırsa; 

 

xk+1 =  xk-a∇F(x)|x=xk                                                                                                               (4.26) 

 

elde edilir. 
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Denklem 4.24 ile Denklem 4.26 birleştirilirse; 

 

xk+1 =  xk+2ae(k)z(k)                                                                                                              (4.27) 

 

denklemi elde edilir. Bu denklemde x ve z değerleri yerlerine konulursa ağırlık ve bias 

değerlerinin belirtildiği En Küçük Ortalama Kare (Least Mean Square) algoritması 

bulunmuş olur. 

 

wi (k+1) = wi (k)+2aei(k)p(k)                                                                                           (4.28) 

bi (k+1) = bi (k)+2aei(k)                                                                                                     (4.29) 

 

Bu algoritma aynı zamanda Widrow-Hoff öğrenme algoritması veya Delta kuralı olarak 

da bilinir. Ayrıntılı bilgi için [109] numaralı kaynağa başvurulabilir. 

 

4.13. Geri Yayılım Algoritmasının Dezavantajları ve Sezgisel Yaklaşımlar 
 
En Küçük Ortalama Kare algoritması (EKOK), öğrenme oranının çok büyük olduğu 

durumlar hariç, ortalama karesel hatayı minimize eden sonuca doğru yakınsar. Bunun 

nedeni, ortalama karesel hatanın tek katmanlı doğrusal ağlar için 4. dereceden bir 

fonksiyon olması ve bu fonksiyonların sadece bir adet durağan noktasının bulunmasıdır. 

Ayrıca belirli bir yönde ilerlendiğinde kavisli olan taraf değişmez [109].  

 

Geri yayılım algoritması, EKOK algoritmasının genelleştirilmiş bir biçimidir. Tek 

katmanlı doğrusal ağlarda bu iki algoritma birbirinin aynısıdır. Çok katmanlı ağlarda ise 

geri yayılımın karakteristiği oldukça değişiktir. Bunun nedeni, çok katmanlı ağların 

birden fazla yerel minimum noktasının bulunması ve buna bağlı olarak belirli bir yönde 

ilerlendiğinde kavis olan tarafın değişebileceği gerçeğidir. Bu durum geri yayılım 

algoritmasında farklı bölgelerde, farklı öğrenme oranlarına ve yerel/global minimum 

noktalarını bulmaya çalışırken yapılan salınımların yumuşatılmasına, ihtiyaç 

duyulmasına neden olabilir [109]. 
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Bu tez çalışmasında, geri yayılım algoritmasının performansının iyileştirilmesi için 

kullanılan ve temellerinde standart optimizasyon algoritmaları olan iki metoda 

değinilecektir. 

 

4.13.1. Momentum 
 
Dinamik sistemlerdeki diferansiyel denklemler, akış (flow) olarak adlandırılır. Yörünge 

(trajectory) ise akışın izlediği yoldur [68]. Geri yayılım algoritmasında yörünge 

minimumdan (hedefinden) ıraksamaya başlarsa dar bir vadide ileri geri hareket eder. 

Yörüngenin izlediği yol, parametre güncellemelerinin ortalamasının alındığı alçak 

geçiren bir filtreden geçirilirse daha kararlı bir sonuç elde edilmiş olur. Bu işlem için 

algoritmaya momentum eklenmesi gerekir. Değeri 0 ile 1 arasında değişen momentum 

faktörü ile algoritmanın kararlılığı korunurken, öğrenme oranının artırılmasına olanak 

sağlanır. Momentumun artırılması ile yörüngenin aynı yönde devam etme eğilimi artar. 

Bununla birlikte bir yönde kararlı olarak ilerleme yaşanıyorsa momentum artışı 

yakınsamayı hızlandırır [109, 110]. 

 

Şekil 4.4’de görüldüğü gibi öğrenme oranı çok büyük olduğu için, hedefine ulaşamayan 

bir yörünge, momentum katsayısı eklenerek düzeltilmiştir [109]. 

 

4.13.2. Değişken Öğrenme Oranı 
 
Yüzeyin düz olduğu bölgelerde öğrenme oranı artırılıp, eğimli olduğu yerlerde de 

öğrenme oranı azaltılırsa daha verimli bir yaklaşım elde edilebilir. Çok katmanlı 

ağlarda, yüzey şekli parametre uzayının farklı noktalarında çok farklı şekillerde olabilir. 

Bundan dolayı eğitim sırasında öğrenme oranı değiştirilerek yakınsama hızlandırılabilir. 

Bu oranın ne zaman ve ne kadar değiştirilmesi gerektiği ile ilgili çeşitli yaklaşımlar 

bulunmaktadır. Vogl ve arkadaşları [111] öğrenme oranını, algoritma performansına 

göre değiştirmişlerdir. Hangi durumda ne yapılacağı şu şekilde verilebilir [110]; 
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(a) 

 
(b) 

Şekil 4.4. (a) Öğrenme oranı olması gerekenden büyük seçildiği için 
hedefine ulaşamayan bir yörünge ve karesel hatası (b) Aynı 
başlangıç şartlarına ve öğrenme oranına sahip fakat 
momentum katsayısı eklenmiş yörünge ve karesel hatası 
[109]. 

 
 

• Eğer hata kareler ağırlık güncellemesinden sonra belirli bir ζ yüzdesinden fazla 

artıyorsa; (yani öğrenme yanlış tarafa doğru gidiyorsa) ağırlık güncellemesi 

iptal edilip, öğrenme oranı 0 ile 1 arasında değişen bir ρ faktörüyle çarpıldıktan 

sonra, momentum sıfıra çekilir. 

• Eğer hata kareler ağırlık güncellemesinden sonra azalıyorsa; ağırlık 

güncellemesi kabul edilip öğrenme oranı 1’den büyük bir η değeri ile çarpılır. 

Eğer momentum daha önce sıfıra çekilmiş ise tekrar baştaki değerini alır. 
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• Eğer hata kareler ağırlık güncellemesinden sonra belirli bir ζ yüzdesinden daha 

az artıyorsa; ağırlık güncellemesi kabul edilir fakat bu sefer öğrenme oranı 

değiştirilmez ve yine benzer şekilde momentum daha önce sıfıra çekilmiş ise 

baştaki değerine güncellenir [109].    
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5.  BÖLÜM 

BULGULAR 

 
Kaotik sistemler, hem başlangıç şartlarındaki hemde sistem parametrelerindeki 

değişimler karşısında farklı davranışlar sergilemektedir. Bu davranışların kaotikliği 

konusunda en büyük Lyapunov üstelinin pozitif veya negatif olması önemli bir 

ipucudur. Ancak en büyük Lyapunov üstelinin hesaplanması zaman almaktadır. Bu 

zaman kaybını önlemek için YSA ile eğitimler yapılmış ve YSA modellerinin tahmin 

performansını ölçmek için test verileri kullanılmıştır.  

 

Bu tez çalışmasında Lorenz, Chua ve Rössler sistemlerinin en büyük Lyapunov 

üstellerinin (EBLÜ) (Largest Lyapunov exponent - LLE) hesaplanması için kullanılan 

yörünge ayırma metodu işlemleri, 10 rastgele başlangıç değeri için hesaplanıp 

ortalaması alınmış, bu 10 değerin her birinin hesaplanması için gereken işlemler 

100.000 zaman adımı için tekrarlanmıştır. Bu 100.000 zaman adımının ilk 2000’i 

hesaba katılmamıştır. Bu 3 sistemin en büyük Lyapunov üstelleri, her sistem için 

1200’er farklı parametre seti için ayrı ayrı hesaplanmıştır. 

 

En büyük Lyapunov üstellerini hesaplarken rastgele başlangıç değeri sayısı ne kadar 

artırılırsa gerçeğe o kadar yakın bir değer elde edilmiştir. Bu tez çalışmasında çok 

sayıda hesaplama yapıldığı için işlem yükünü daha da artırmamak adına rastgele 

başlangıç değeri sayısı 10 olarak belirlenmiştir.  

 

Lorenz sistemi için kullanılan 1200 farklı parametre seti Tablo 5.1’de gösterilen 

değerler arasında 400 eşit aralığa bölünerek elde edilmiştir.  
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Chua sisteminde her parametre 300 eşit aralığa bölünmüştür. Chua sistemi için 

kullanılan parametre aralıkları Tablo 5.2’de, aynı şekilde Rössler sistemi için kullanılan 

parametre aralıkları Tablo 5.3’de gösterilmiştir. 

 
 

Tablo 5.1. Lorenz sistemi parametre setlerinin oluşturulması için kullanılan parametre 
aralıkları 

 Sigma Beta Rho 

Lorenz 0 - 20 0 - (16/3) 0 - 56 

 
 

Tablo 5.2. Chua sistemi parametre setlerinin oluşturulması için kullanılan parametre 
aralıkları 

 Alfa Beta a b 

Chua -7,32 – 10,68 11,66 – 40,48 -2,66 – 0,35 -0,99 – 0,43 

 
 

Tablo 5.3. Rössler sistemi parametre setlerinin oluşturulması için kullanılan parametre 
aralıkları 

 a b c 

Rössler -0,017–0,32 0 –0,4 0,48–11,88 

 
 
Tablo 5.4’de Lorenz, Chua ve Rössler sistemleri için standart değerler verilmiştir. 

Parametre aralıkları bu literatürde sıklıkla kullanılan değerleri ortalayacak şekilde 

seçilmeye çalışılmış fakat bazı aralıklarda Lyapunov üsteli tanımlı olmadığından 

(hesaplanamadığından) aralıklar üstelin hesaplanabileceği şekilde kaydırılmıştır. 

 
 
 Tablo 5.4. Lorenz, Chua ve Rössler sistemleri için standart parametreler [70, 75, 81]. 
Lorenz Sigma = 10 Beta = 8/3 Rho = 28  

Chua  Alfa = 9 Beta = 100/7 a= -8/7 b = -5/7 

Rössler a = 0,2 b = 0,2 c = 5,7  

 
 
Tahmin uygulaması için Çok Katmanlı İleri Beslemeli (MLP) bir YSA kullanılan bu 

çalışmada Lorenz sistemi için; sigma, beta, rho, Chua sistemi için; alfa, beta, a, b, ve 

Rössler sistemi için ise a, b, c, parametreleri yapay sinir ağlarının girişini, bu 

parametrelere karşılık gelen en büyük Lyapunov üstelleri ise yapay sinir ağlarının 



58 
 

çıkışını oluşturacak şekilde düzenlenmiş, her sistem için 1200 farklı değerden 

(parametreler-EBLÜ) oluşan veri setinin 960’ı (%80) eğitim verisi olarak, 240’ı (%20) 

ise test verisi olarak kullanılmıştır. 

 

En uygun YSA modelini bulabilmek adına ilk olarak; 2 gizli katmana sahip bir ağda her 

bir gizli katman için 10 farklı nöron sayısı (1’ den 10’ a kadar) ve 2 farklı aktivasyon 

fonksiyonu (hiperbolik tanjant sigmoid, tansig ve logaritmik sigmoid, logsig) 

kullanılmış ve bu kombinasyon Tablo 5.5’de gösterilen 15 farklı Matlab eğitim 

algoritması için tekrarlanmıştır. Yani sonuç olarak Lorenz, Chua ve Rössler 

sistemlerinin her biri için 6000’ er (10x10x2x2x15) adet farklı YSA modeli eğitilmiştir. 

Bu kombinasyon Şekil 5.1’de blok şekil olarak gösterilmiştir.  

 

Lyapunov üstellerinin, parametre değerlerinin değiştirilmesine göre nasıl farklı değerler 

aldığını göstermek amacıyla Lorenz sisteminin Sigma (Prandtl sayısı - σ) parametresi 

0,05 aralıklar ile değiştirilmiş ve elde edilen 400 farklı LLE değeri Şekil 5.2‘de 

gösterilmiştir. Kaotik sistemlerin parametre değişikliğine verdiği tepkiye örnek olarak 

ise referans Sigmaya göre Sigma değerinin 0,1 artırıldığı Lorenz sisteminin zaman 

domenindeki cevabı Şekil 5.3’de gösterilmiştir. Sigma değerindeki 0,1’lik değişimin 

sistem davranışı üzerindeki etkisini bir başka şekilde göstermek için Şekil 5.4 

verilmiştir. 

 
 

 
Şekil 5.1. Lorenz, Chua ve Rössler sistemlerinin her biri için ayrı ayrı uygulanan YSA 

kombinasyonları. 
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Tablo 5.5. Kullanılan Matlab eğitim algoritmaları. 
Sıra Matlab Eğitim 

Algoritması 
Açıklama Tez içindeki 

kısaltması 
1 trainb Yığın (batch) Eğitim Algoritması B 
2 trainbfg Broyden, Fletcher, Goldfarb ve 

Shanno Algoritması 
BFGS 

3 trainbr Bayesyen Regülarizasyon 
Algoritması 

BR 

4 traincgb Eşlenik Eğim Algoritması (Powell-
Beale) 

CGB 

5 traincgf Eşlenik Eğim Algoritması (Fletcher-
Reeves) 

CGF 

6 traincgp Eşlenik Eğim Algoritması (Polak-
Ribiere) 

CGP 

7 traingd Gradyent İniş (Gradient descent) 
Algoritması 

GD 

8 traingda Gradyent İniş (Değişken (adaptive) 
öğrenme oranı geri yayılımı ile) 

Algoritması 

GDA 

9 traingdm Gradyent İniş (Momentum ile) 
Algoritması 

GDM 

10 traingdx Gradyent İniş (Değişken öğrenme 
oranı geri yayılımı ve momentum ile) 

Algoritması 

GDX 

11 trainlm Levenberg-Marquardt Geri Yayılım 
Algoritması 

LM 

12 trainoss Tek Adım Sekant Algoritması OSS 
13 trainrp Esnek Yayılım Algoritması RP 
14 trains Ardışık Sıra (Sequential order) 

Algoritması 
S 

15 trainscg Ölçeklendirilmiş Eşlenik Eğim 
Algoritması 

SCG 
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Şekil 5.2. Farklı Sigma değerleri için Lorenz sisteminin sahip olduğu LLE değerleri. 

 

 
Şekil 5.3. x0= 0 , y0= 0 ve z0= 0başlangıç değerleri ve Beta = 8/3, Rho = 28 

parametre değerlerine karşılık Sigma =10 (Mavi) ve Sigma =10,1 
(Kırmızı) değerleri için Lorenz sisteminin ürettiği x(t) grafiği. 
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Şekil 5.4. Lorenz sisteminin parametre değişikliği halinde birbirlerine göre grafiği 

(Başlangıç değerleri: 0 , 1,01 , 0 Diferansiyel denklem çözüm hassasiyeti: 
0,000001 Zaman adımı =15) X ekseni : Sigma = 10 Y ekseni Sigma = 10,1 

 
 

Chua, Lorenz ve Rössler sistemlerinin bu tez çalışmasında ele alınan 15 Matlab eğitim 

algoritması ile elde edilen MSE cinsinden en iyi sonuçları sırası ile Tablo 5.6, Tablo 5.7 

ve Tablo 5.8’de gösterilmiştir. Ayrıca Lorenz, Chua ve Rössler sistemleri için en iyi 

sonuç veren algoritma olan Levenberg-Marquardt Geri Yayılım Algoritması 

kullanılanarak elde edilen en iyi gerçek LLE/ağ çıkışı karşılaştırma grafikleri aşağıda 

verilmiştir. 
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Tablo 5.6. Chua sistemi için elde edilen en iyi sonuçlar (MSE). 

Algoritma Test Hata 
Oranı 

Eğitim Hata 
Oranı 

Katmanlardaki 
Nöron Sayısı 

Katmanlardaki 
Aktivasyon 

Fonksiyonları 

LM 0,001669 0,002956 6x8 Tansig x Logsig 
BR 0,001702 0,003107 9x7 Tansig x Logsig 

BFGS 0,002377 0,005352 7x10 Tansig x Logsig 
RP 0,002536 0,005815 7x9 Tansig x Logsig 

SCG 0,002600 0,006172 5x8 Tansig x Logsig 
CGB 0,002626 0,006148 8x9 Tansig x Tansig 
CGP 0,002655 0,006283 8x4 Tansig x Logsig 
CGF 0,002718 0,006646 9x5 Tansig x Tansig 
OSS 0,002992 0,007354 8x7 Tansig x Tansig 
GDX 0,005063 0,012614 4x7 Tansig x Tansig 
GDA 0,007229 0,022221 10x6 Logsig x Logsig 
GDM 0,010337 0,028083 8x6 Tansig x Tansig 
GD 0,011254 0,030452 10x7 Tansig x Tansig 
S 0,011598 0,030929 6x8 Tansig x Tansig 
B 0,012231 0,030928 6x8 Tansig x Tansig 

 
 

Tablo 5.7. Lorenz sistemi için elde edilen en iyi sonuçlar (MSE). 

Algoritma Test Hata 
Oranı 

Eğitim 
Hata Oranı 

Katmanlardaki 
Nöron Sayısı 

Katmanlardaki 
Aktivasyon 

Fonksiyonları 

LM 0,001809 0,000098 10x7 Tansig x Logsig 
BR 0,002343 0,000252 6x7 Tansig x Tansig 

BFGS 0,004052 0,000928 10x10 Tansig x Logsig 
RP 0,005399 0,000899 6x9 Tansig x Logsig 

CGB 0,007289 0,002623 6x5 Tansig x Tansig 
CGF 0,008172 0,003208 10x5 Tansig x Logsig 
SCG 0,008249 0,003340 9x8 Tansig x Logsig 
CGP 0,008273 0,003161 10x9 Tansig x Tansig 
OSS 0,011325 0,004919 7x10 Tansig x Tansig 
GDX 0,029353 0,014150 10x8 Tansig x Logsig 
GDA 0,034500 0,016576 5x10 Tansig x Tansig 
GD 0,054298 0,026309 9x9 Tansig x Tansig 
S 0,056229 0,026887 6x8 Tansig x Tansig 

GDM 0,056681 0,027185 10x9 Tansig x Tansig 
B 0,073386 0,036019 7x10 Logsig x Tansig 
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Tablo 5.8. Rössler sistemi için elde edilen en iyi sonuçlar (MSE). 

Algoritma Test Hata 
Oranı 

Eğitim Hata 
Oranı 

Katmanlardaki 
Nöron Sayısı 

Katmanlardaki 
Aktivasyon 

Fonksiyonları 
LM 0,000054 0,007704 7x8 Tansig x Tansig 
BR 0,000057 0,006463 9x9 Tansig x Logsig 

BFGS 0,000116 0,013676 7x9 Tansig x Tansig 
RP 0,000200 0,021444 6x8 Tansig x Logsig 

CGF 0,000203 0,023024 7x6 Tansig x Tansig 
CGB 0,000206 0,021111 5x9 Tansig x Tansig 
CGP 0,000214 0,022585 8x9 Tansig x Tansig 
SCG 0,000215 0,020766 8x10 Tansig x Tansig 
OSS 0,000274 0,028366 10x7 Tansig x Tansig 
GDX 0,000341 0,034140 7x8 Tansig x Tansig 
GDA 0,000417 0,041716 10x2 Tansig x Tansig 
GDM 0,000470 0,045965 9x9 Tansig x Tansig 

S 0,000473 0,045001 9x10 Tansig x Tansig 
GD 0,000488 0,046955 9x9 Tansig x Tansig 
B 0,000606 0,055080 10x8 Logsig x Tansig 

 

 
Şekil 5.5. Chua sistemi için en iyi sonucun gerçek LLE/ağ çıkışı 
karşılaştırma grafiği.  
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Şekil 5.6. Lorenz sistemi için en iyi sonucun gerçek LLE/ağ çıkışı 
karşılaştırma grafiği. 
 

 
Şekil 5.7. Rössler sistemi için en iyi sonucun gerçek LLE/ağ çıkışı 
karşılaştırma grafiği. 
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3 sistem içinde en iyi algoritmalara bakıldığında ilk 4 sıranın aynı Matlab eğitim 

algoritmalarından (LM, BR, BFGS ve RP) oluştuğu görülmektedir. 5. sıranın ise 

değiştiği fakat hep eşlenik eğim (conjugate gradient) algoritmasına dayalı eğitim 

algoritmalarının bu sıraya yerleştiği gözlemlenmektedir. Zaten elde edilen en iyi sonuç 

tabloları incelendiğinde eşlenik eğime dayalı eğitim algoritmaları ile (SCG, CGB, CGF 

ve CGP) 3 sistem için de birbirine yakın sonuçlar elde edildiği görülmektedir. 

 

Chua, Lorenz ve Rössler sistemleri için elde edilen en iyi 5 algoritma için en iyi 

algoritma-aktivasyon fonksiyonu çiftlerinin yüzde bağıl hata oranlarıda hesaplanmış ve 

ilk-ikinci gizli katman nöron sayıları ile birlikte aşağıda verilmiştir.   

 
 

Tablo 5.9. Chua sistemi için elde edilen en iyi 5 algoritmada en iyi algoritma-
aktivasyon fonksiyonu çiftlerinin yüzde bağıl hata oranları. 

Algoritma Yüzde bağıl 
hata oranı 

Katmanlardaki 
Nöron Sayısı 

Katmanlardaki 
Aktivasyon Fonksiyonları 

LM 4,073017 7x8 Tansig x Logsig 
BR 4,349564 10x6 Tansig x Logsig 

BFGS 5,468888 4x10 Tansig x Logsig 
SCG 6,536056 9x7 Tansig x Logsig 
RP 6,611726 8x6 Tansig x Logsig 

 
 

Tablo 5.10. Lorenz sistemi için elde edilen en iyi 5 algoritmada en iyi algoritma-
aktivasyon fonksiyonu çiftlerinin yüzde bağıl hata oranları. 

Algoritma Yüzde bağıl 
hata oranı 

Katmanlardaki 
Nöron Sayısı 

Katmanlardaki 
Aktivasyon Fonksiyonları 

LM 0,880957 8x8 Tansig x Logsig 
BR 0,940397 10x7 Tansig x Tansig 

BFGS 2,700301 9x10 Tansig x Tansig 
RP 3,075843 8x9 Tansig x Logsig 

CGB 3,568222 10x9 Tansig x Tansig 
 
 

Tablo 5.11. Rössler sistemi için elde edilen en iyi 5 algoritmada en iyi algoritma-
aktivasyon fonksiyonu çiftlerinin yüzde bağıl hata oranları. 

Algoritma Yüzde bağıl 
hata oranı 

Katmanlardaki 
Nöron Sayısı 

Katmanlardaki 
Aktivasyon Fonksiyonları 

LM 5,747008 8x6 Tansig x Tansig 
BR 6,169931 10x9 Tansig x Logsig 

BFGS 8,992635 9x5 Tansig x Tansig 
RP 10,198195 9x8 Tansig x Logsig 

CGF 10,422349 7x7 Tansig x Tansig 
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Chua, Lorenz ve Rössler sistemleri için gerçek en büyük Lyapunov üstelleri ile YSA 

tarafından bulunan en büyük Lyapunov üstelleri arasındaki farkın Ortalama Karesel 

Hata (MSE) cinsinden elde edilen iyi sonuçları alınmış ve bu sonuçlar tekil veri başına 

karesel hatalar ile karşılaştırılmıştır. Elde edilen grafikler Chua sistemi için Şekil 5.8’de, 

Lorenz sistemi için Şekil 5.9’da, Rössler sistemi için ise Şekil 5.10’da gösterilmiştir. 

 
 

 
Şekil 5.8. Chua sistemi için elde edilen en iyi sonucun veri başına karesel hata - 

MSE karşılaştırması. 
 
 

 
Şekil 5.9. Lorenz sistemi için elde edilen en iyi sonucun veri başına karesel hata - 

MSE karşılaştırması. 
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Şekil 5.10. Rössler sistemi için elde edilen en iyi sonucun veri başına karesel hata - 

MSE karşılaştırması. 
 
 
Chua, Lorenz ve Rössler sistemlerin 4.dereceden Runge-Kutta (RK4) ve 8. Dereceden 

Runge-Kutta (RK8) metodları kullanılarak 10 iterasyon ile ve RK4 metodu kullanılarak 

100 iterasyon ile 1 adet LLE’lerinin hesaplanması için gereken süreler saniye cinsinden 

Tablo 5.12’de verilmiştir.  

 
 

Tablo 5.12. 1 adet en büyük Lyapunov üstelinin hesaplanması için gereken 
süre (saniye). 

 
RK4 (10 iterasyon) RK8 (10 iterasyon) RK4 (100 iterasyon) 

Chua 28,618293s 394,261541s 281,557319s 
Lorenz 29,484072s 474,694206s 304,539105s 
Rössler 29,528852s 414,604868s 295,901611s 

 

Çeşitli eğitim algoritmaları ile 4 adet eğitim verisi kullanılarak 1 adet LLE tahmini 

yapılabilmesi için geçen süreler saniye cinsinden Tablo 5.13’de verilmiştir.  
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Tablo 5.13. Eğitim algoritmalarına göre 1 adet LLE tahmini 
yapılabilmesi için gereken saniye cinsinden eğitim 
ve test süreleri (Epoch:500, İlk katman nöron 
sayısı:5, İkinci katman nöron sayısı:5, İlk katman 
aktivasyon fonksiyonu: logsig, İkinci katman 
aktivasyon fonksiyonu: logsig). 

Eğitim algoritması Eğitim süresi Test Süresi 
GDX 2,633073s 0,174045s 

RP 2,437990s 0,181679s 

SCG 2,284476s 0,176142s 

B 3,877936s 0,457317s 

BFGS 2,427593s 0,174500s 

BR 2,926481s 0,171247s 

CGB 2,666431s 0,165939s 

CGF 2,470813s 0,167488s 

CGP 2,597657s 0,164333s 

GD 2,921764s 0,219455s 

GDA 2,983511s 0,166441s 

GDM 2,880170s 0,233031s 

LM 2,258660s 0,166016s 

OSS 2,418030s 0,164673s 

S 3,906590s 0,403503s 
 
 
Gizli katmanlardaki nöron sayısının gerçek LLE ile YSA çıkışı LLE arasındaki MSE 

cinsinden hataya etkisini gözlemlemek amacı ile 3 sistem içinde en iyi 4 Matlab eğitim 

algoritması (LM, BR, BFGS ve RP) kullanarak ve geri kalan ağ yapısı sabit tutularak 

katmanlardaki nöron sayısı 1’ den 50’ ye kadar değiştirilmiş (katmanlardaki nöron 

sayıları birbirine eşit olacak şekilde: 1-1, 2-2, 3-3… 49-49, 50-50) ve sonuçlar 

gözlemlenmiştir. İlk gizli katman ve ikinci gizli katman aktivasyon fonksiyonları olarak 

logaritmik sigmoid aktivasyon fonksiyonu seçilmiş olup,  nöron sayısının Chua 

sisteminden elde edilen sonuçlara etkisi için Şekil 5.11’e, aynı şekilde Lorenz sistemi 

için Şekil 5.12’ye ve Rössler sistemi için ise Şekil 5.13’e bakılabilir. 
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Şekil 5.11. Chua sistemi için nöron sayısı artırımının MSE cinsinden hataya etkisi. 

 
Şekil 5.12. Lorenz sistemi için nöron sayısı artırımının MSE cinsinden hataya etkisi. 

 
Şekil 5.13. Rössler sistemi için nöron sayısı artırımının MSE cinsinden hataya etkisi. 



 
 

 

 

 

 

6.  BÖLÜM 

TARTIŞMA-SONUÇ ve ÖNERİLER 

 
Bu tez çalışmasında önemli bir kaotiklik göstergesi olan en büyük Lyapunov üstelleri 

çok katmanlı ileri beslemeli geri yayılım algoritması kullanılan yapay sinir ağları ile 

tahmin edilmeye çalışılmıştır. Bu bağlamda literatürde önemli yeri olan Lorenz, Chua 

ve Rössler sistemleri için en büyük Lyapunov üstelleri 1200’er farklı parametre seti için 

hesaplatılmış ve elde edilen sonuçlar, çeşitli YSA modelleri için eğitim ve test verisi 

olarak kullanılmıştır. Tüm eğitimlerde 2 ara katmana sahip YSA modelleri kullanılmış 

olup bu ağların ara katmanlarındaki nöron sayıları, aktivasyon fonksiyonları ve Matlab 

eğitim algoritmaları değiştirilerek en iyi model bulunmaya çalışılmıştır. 

 

Tablo 5.22’de görüldüğü gibi Chua sistemi için eğitilen YSA modelleri içinde MSE 

cinsinden en küçük test hatasına sahip olan model, ilk katman-ikinci katman 6x8 nöron 

sayılarına (Tablo 5.9) sahip ve trainlm eğitim algoritmasıyla eğitilen modeldir. Bu 

modelin test hatası 0,001669 olarak bulunmuştur. Chua sistemi için en iyi ikinci 

performans ise 9x7 nöron sayılarına (Tablo 5.10) sahip, trainbr eğitim algoritmasıyla 

eğitilen modele aittir. Bu model, 0,001702 test hatasına sahiptir.  

 

Lorenz sistemi içinse Tablo 5.23’de verildiği gibi en iyi test hatası oranı 0,001810 

bulunmuş olup bu sonuç 10x7 nöron sayıları (Tablo 5.14) ve trainlm eğitim 

algoritmasıyla elde edilmiştir. Lorenz sistemi için elde edilen en iyi ikinci sonuç, 6x7 

nöron sayıları (Tablo 5.13) ve trainbr eğitim algoritmasıyla elde edilen 0,002343 

değeridir.  

 

Tablo 5.24’de görüldüğü gibi Rössler sistemi için en iyi test hata değeri olan 0,000054 

değeri, 7x8 nöron sayıları (Tablo 5.20) ve trainlm eğitim algoritması ile, en iyi ikinci 

test hata değeri olan 0,000057 değeri ise 9x9 nöron sayıları (Tablo 5.18) ve trainbr 
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eğitim algoritması ile elde edilmiştir. Rössler sistemi için elde edilen 0,000054’lük test 

hata değeri, aynı zamanda bu tez çalışmasında elde edilen değerler arasındaki en iyi 

sonuçtur. 

 

Matlab eğitim algoritmaları karşılaştırıldığında ise en iyi sonucun LM, daha sonra ise 

sırasıyla BR, BFGS ve RP algoritmaları ile alındığı gözlemlenmiştir.  

 

Tablo 5.40 ve Tablo 5.41 dikkate alındığında eğitim için harcanan süreler hariç tutulma 

kaydıyla ele alınan sistemlerde LLE’yi tahmin etmek için gereken süre tüm 

algoritmaların ve sistemlerin (Chua, Lorenz, Rössler) ortalamaları alınarak 

kıyaslandığında RK4-10 iterasyon için yaklaşık 139 kat, RK8-10 iterasyon için yaklaşık 

2034 kat ve RK4-100 iterasyon için yaklaşık 1396 kat, test süresi en kısa olan CGP 

algoritması ile sistemlerin ortalaması alındığında ise RK4-10 iterasyon için yaklaşık 178 

kat, RK8-10 iterasyon için yaklaşık 2608 kat ve RK4-100 iterasyon için yaklaşık 1792 

kat, fark olduğu görülmüş ve böylelikle hesaplaması uzun süre alabilen en büyük 

Lyapunov üstellerinin YSA’lar ile çok daha kısa sürede, küçük bir hatayla tahmin 

edilebileceği gözler önüne serilmiştir. 

 
Chua sistemi için Şekil 5.25’de, Lorenz sistemi için Şekil 5.26’da ve Rössler sistemi 

için Şekil 5.27’de görüldüğü gibi gizli katmanlardaki nöron sayılarının test hatasına 

etkisini gözlemlemek amacı ile, diğer tüm parametreler sabit tutularak sadece 

katmanlardaki nöron sayısı artırıldığında, ilk başta test hatalarının yaklaşık 6-7 kat 

düştüğü fakat beşinci-altıncı nöron sayısından sonra nöron artırımının etkisinin azaldığı 

hatta duraksadığı gözlemlenmiştir. 

 

Gelecek çalışmalarda Lyapunov üstellerinin YSA’lar kullanılarak tahmin edilmesi 

konusunda aşağıdaki iyileştirmeler yapılabilir; 

 

• En büyük Lyapunov üstellerinin hesaplanması için kulanılan yörünge ayırma 

metodu işlemleri sırasında rastgele seçilen başlangıç değeri sayısı 10‘dan fazla 

olabilir. Bu değer ne kadar büyük seçilirse, tahmin edilen Lyapunov üsteli 

gerçek değerine o kadar yakınsanır. 
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• Momentum, değişken öğrenme oranı ve benzerleri gibi değerler de değiştirilerek 

çeşitli kombinasyonlarda sonuçlar gözlemlenebilir.  

• Lorenz, Chua ve Rössler sistemleri haricindeki diğer kaotik sistemler üzerinde 

de çalışma yapılabilir.  

• Logaritmik Sigmoid ve Hiperbolik Tanjant Sigmoid dışındaki diğer aktivasyon 

fonksiyonları da kullanılabilir.  
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